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概要

スパイキングニューラルネットワークとは、ニューロン (神経細胞)とその接続部であるシナプスから構成

される生体の神経ネットワークの電気生理学的な挙動を模倣する数理モデルである。このモデルでは生体で用

いられる方式に倣い、情報はニューロンの膜電位の変化およびそれに伴う発火パターンとして表現される。ス

パイキングニューラルネットワークの並列分散的な性質は電子回路への実装と非常に相性が良く、神経活動を

模した情報処理を高速かつ非常に低い消費電力で実行することが可能である。シリコン神経ネットワークと呼

ばれるこのような電子回路は次世代の情報処理基盤として期待されており、それぞれニューロンおよびシナプ

スの活動を模倣するシリコンニューロン回路、シリコンシナプス回路を多数接続することで構成される。

スパイキングニューラルネットワーク上で実行できる処理の 1つとして、分散的な記憶方式である連想記憶

がある。これは脳の海馬と呼ばれる領域における記憶様式を模したものであり、ネットワーク上にいくつかの

パターンを事前に記憶させ、不完全なパターンを手掛かりにしてそのうちの 1つを後から想起することができ

る。ただし、想起された結果は上記のように生体特有の方法によって表現されている。

よって、スパイキングニューラルネットワークを用いた連想記憶を実行し、その想起結果をデジタルコン

ピュータとの間でやり取りする電子回路モジュールを作成するためには、生体特有の表現を解釈し、デジタル

コンピュータで扱える表現に変換するためのインターフェースが必要となる。これを行うには様々な方法が考

えられるが、上記のようにシリコン神経ネットワークは低消費電力であり、今後もさらに低消費電力化が進ん

でいくことが期待されるため、本研究では、回路モジュール全体の消費電力を低く抑えるためにこのようなイ

ンターフェースの部分をも追加のシリコン神経ネットワークとして実装するための種々の手法を提案する。
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1 序論

1.1 ニューロン

人間の脳は 1000億個以上のニューロンと呼ばれる神経細胞が相互に接続したネットワークである。個々の

ニューロンは図 1に示されているように、主に樹状突起、細胞体、軸索という 3つの部分からなる構造をして

いる。このようなニューロンからなる脳の神経ネットワークにおいて、情報は Na+,K+,Ca2+ などの各種イ

オンの移動に基づいた電気信号として表現・伝達されている [1, 2, 3]。ニューロンの細胞膜の内側と外側とで

はこれらのイオンの濃度が異なっている (例えば K+ の濃度は細胞内の方が高く、Na+ の濃度は細胞外の方が

高い)ため、細胞膜を挟んで「膜電位」と呼ばれる電位差 (細胞外電位を基準として測られる)が生じており、

より正確に言えばこの膜電位の時間変化によって情報が表現されている。何も入力がない時には、ニューロン

の膜電位は「静止膜電位」と呼ばれる-70mV程度の値に保たれている (静止状態)が、上記の樹状突起に存在

するシナプス結合を通して他のニューロンからの入力を受け取ると、膜電位の値は静止膜電位から変動する。

膜電位の値を増加 (脱分極)させるような入力は興奮性の入力、減少 (過分極)させるような入力は抑制性の入

力と呼ばれる。各ニューロンは多数の他のニューロンとの間にシナプス結合を持っており、多数のニューロン

からの入力の時空間的な総和がある閾値を越えて膜電位を増加させると、膜電位はそのまま急激に上昇し、図

1に示されるような幅 1ms程度のパルス状の膜電位の波形が発生する。「活動電位」あるいは「神経スパイク」

と呼ばれるこのパルス状の波形は軸索を伝搬し、軸索末端に存在するシナプス結合を介して他のニューロンに

情報を伝達する。このようにニューロンが神経スパイクを発生させることを「発火」と呼ぶ。

ニューロンを定値刺激電流 Istim によって刺激すると、Istim の値が小さいときにはニューロンは静止状態

に留まっているが、Istim の値がある臨界値を越えるとニューロンは周期発火を開始する。この周期発火の周

波数は Istim の値に依存するが、Hodgkinは Istim の値を連続的に増加させていったときの発火周波数の変化

の仕方の違いによって、ニューロンの性質を以下のように定性的に 2種類に分類した [4]。

クラス 1 ある臨界値において、任意にゼロに近い周波数で周期発火が開始するタイプ

クラス 2 ある臨界値において、非ゼロの有限周波数で周期発火が開始するタイプ

図 2はクラス 1およびクラス 2のニューロンにおける、Istim の値に対する発火周波数の変化の様子を示した

ものである。クラス 1では Istim の値の変化に伴って発火周波数は広い範囲の値をとり得るが、クラス 2では

発火周波数のとり得る値は比較的狭い範囲に限られている。このような周波数特性以外にもクラス 1とクラス

2のニューロンは様々な性質の違いを持ち、それに応じて脳内の情報処理において異なる役割を担っていると

考えられているが、両クラスの違いは後述のようにニューロンの挙動を数理モデルとして表現した時の、周期

発火が開始する数理的なメカニズムの違いとして説明することが可能である [5]。

1.2 シナプス

シナプスとはニューロンどうしの接続部位であり、化学シナプスと電気シナプスの 2種類に大別されるが、

脊椎動物の脳において主要なのは化学シナプスである [1]。シナプスを通して入力を送る側のニューロンをシ

ナプス前ニューロン、入力を受け取る側のニューロンをシナプス後ニューロンと呼ぶが、化学シナプスにおい

ては、シナプス前ニューロンの軸索末端がシナプス後ニューロンの樹状突起 (あるいは細胞体)との間に非常

に狭い隙間 (シナプス間隙と呼ばれる)を挟んで位置している。化学シナプスという名称は、以下のように神
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図 1 ニューロンの構造と活動電位 (神経スパイク)の波形 [1]

図 2 クラス 1(左)とクラス 2(右)のニューロンの周波数特性

経伝達物質と呼ばれる化学物質によって情報が伝達されることに由来している。まず、シナプス前ニューロン

が発火して神経スパイクが軸索末端まで到達すると、電位の上昇を検知してシナプス小胞と呼ばれる袋状の構

造が開き、その中に入っていた神経伝達物質がシナプス間隙に向けて放出される。その後、シナプス後ニュー

ロン側に到達した神経伝達物質は特定の受容体と結合し、直接的あるいは間接的に特定のイオンチャネルのコ

ンダクタンス (イオンの通りやすさ)を変化させる。これにより、シナプス後ニューロン側にイオン電流 (シナ

プス電流と呼ばれる)が流れてその膜電位を変化させ、情報が伝達されることになる。神経伝達物質の放出が

終わった後、シナプス電流はゆっくりと減少して 0に戻る。シナプス伝達によってシナプス後ニューロンの膜

電位が増加 (脱分極)する場合には興奮性シナプスと呼ばれ、グルタミン酸などが伝達物質として用いられる。

シナプス後ニューロンの膜電位が減少 (過分極)する場合には抑制性シナプスと呼ばれ、GABAなどが伝達物

質として用いられる。

シナプス前ニューロンからシナプス後ニューロンへどのくらい情報が伝わるかをシナプス伝達効率あるい

は結合荷重と呼ぶが、このシナプス伝達効率の値は固定されたものではなく、シナプス前ニューロンおよび

後ニューロンの活動などによって変化し得ることが種々の電気生理学実験により示されている (シナプス可
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塑性)。適切な方法でシナプス前ニューロンおよび後ニューロンに刺激を与えることで、長期間持続するシ

ナプス伝達効率の値の変化を引き起こすことが可能であり、シナプス伝達効率の値が増加するする場合は長

期増強、減少する場合は長期抑圧と呼ばれる。これらの長期的な変化は、学習と記憶の神経的な基盤ではな

いかと考えられている。このような可塑性のルールを一般化したものとして、心理学者の Hebb は 1949 年

に「ニューロン A の発火がニューロン B を発火させると、それらの間のシナプス結合が強められる」とい

う仮説を提唱した [6]。この仮説はその後様々な実験によって裏付けられ、今日ではこのようなシナプス前

ニューロンと後ニューロンの活動の相関に基づいた学習則 (伝達効率を変化させるルール)は広くへブ学習と

呼ばれている。また、シナプス前ニューロンと後ニューロンの発火時刻の差に基づいて伝達効率が変化する

STDP(Spike-Timing Dependent Plasticity)[7]という学習則も知られており、これはへブ学習を具体化・拡

張したものと見ることも可能である。

1.3 スパイキングニューラルネットワークおよびシリコン神経ネットワーク

生体の神経系は、自律性や適応性、ロバスト性などの多くの優れた特性を持ちながら、およそ 20Wという

非常に低い消費電力で動作する情報処理システムである。昨今のエネルギー問題に基づく電力消費抑制への要

求も相まって、このような神経系の優れた特性を受け継ぎ、高度な情報処理を非常に低い消費電力で実行でき

ると期待される神経模倣システムへの注目が高まっている [8]。このような神経模倣システムの中でも特に細

かい粒度での模倣を行うシリコン神経ネットワークは、生体の神経ネットワークの電気生理学的な活動をリア

ルタイムあるいはそれ以上の速度で模倣する電子回路であり、ニューロンの活動を模倣するシリコンニューロ

ン回路を、シナプスの活動を模倣するシリコンシナプス回路によって多数接続することで構成される。現在の

ところ、シリコン神経ネットワークは画像処理や音声認識、ロボット制御などの他、「構築による解析」の立

場から神経系における情報処理原理を解明するための高速シミュレータとしても用いられている。また、生体

の神経系と高い互換性を持つことから、損傷した神経組織を補綴する医療デバイスとしての応用に向けても研

究されている [9]。シリコンニューロンやシリコンシナプスは具体的には、多くの場合微分方程式として表現

されるニューロンやシナプスの数理モデルを解くアナログまたはデジタルの電子回路として実装される。尚、

個々のニューロンやシナプスの数理モデルを組み合わせて神経ネットワークの活動を模倣する数理モデルをス

パイキングニューラルネットワーク (SNN : Spiking Neuronal Network) と呼ぶため、シリコン神経ネット

ワークはスパイキングニューラルネットワークを電子回路実装したものであるとも言える。実装される数理モ

デルの表現能力 (神経活動の再現性の高さ)と計算コストはトレードオフの関係にあり、以下のように用途に

応じて使い分けられる。

医療デバイスや高速シミュレータなどのように生体の神経系との互換性が重視される場合には、イオンコン

ダクタンスモデルと呼ばれる最も複雑なタイプの数理モデルが用いられる [10]。これは膜電位に依存してコン

ダクタンスが変化する様々なイオンチャネルおよびそこを通過するイオン電流と膜電位の複雑なダイナミクス

を詳細に記述したもので、最も有名なものとしてはヤリイカの巨大神経軸索を用いた実験データから得られた

Hodgkin-Huxleyモデル [11]がある。このタイプのモデルは定量的に非常に正確に神経活動を再現できるが、

モデルを構成する微分方程式が複雑なため、回路面積および消費電力がともに大きくなってしまう。例えば、

Hodgkin-Huxleyモデルは膜電位を含めた 4つの変数に関する非線形な微分方程式として表現される。

一方で、大規模なネットワークを低消費電力で実装したいという場合には、積分発火 (I&F)型のモデルが

用いられる。このタイプのモデルは個々の神経スパイクの形状を無視してそのタイミングだけに着目し、膜電

位を表す状態変数のリセットとして表現するという大幅な簡略化を行っており、非常にシンプルな微分方程式
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として表現される [12]。積分発火型モデルの大規模なネットワークをデジタル回路上に実装した例として最も

有名なのが IBMが開発した Truenorthチップ [13]であり、このチップは 100万個のニューロンと 2億 5600

万個のシナプスを搭載しながら、わずか 63mWという非常に低い消費電力で動作する。このように積分発火

型モデルは低電力化や高集積化に適しているが、そのシンプルさの代償として限られた範囲の神経活動しか再

現できない。より広い範囲の神経活動を再現できるよう拡張された積分発火型モデルである Izhikevichモデ

ル [14]なども存在するが、やはり神経スパイクを状態変数のリセットで近似していることは変わらず、このよ

うに簡略化された部分の特性が脳内の情報処理において重要な役割を果たしている可能性は否定できない。

上記の 2つのタイプの中間に位置するのが、定性的ニューロンモデルと呼ばれるタイプのモデルである。分

岐解析などの非線形動力学の手法を活用した定性的神経モデリングと呼ばれる手法によって、複雑な微分方程

式で表現されるイオンコンダクタンスモデルの背後にある数学的な構造を捉え、それを大幅に歪めることな

くより簡略化した新たなモデルを作ることができる。定性的というのは膜電位などの絶対量は扱わないとい

う意味であり、積分発火型モデルのように神経活動の背後にあるメカニズムを無視した簡略化を行うわけで

はないので、比較的シンプルな微分方程式によって広い範囲の神経活動を再現することが可能である。この

タイプのモデルとしては、上記の Hodgkin-Huxleyモデルをもとにして導出された FitzHugh-Nagumoモデ

ル [15]が有名である。もとの Hodgkin-Huxleyモデルは 4変数かつ指数関数をモデルの右辺に含むのに対し、

FitzHugh-Nagumo モデルは 2 変数でその右辺は多項式として表現される。このように変数を 2 つにまで削

減したモデルでは、後の章で (別のモデルを用いて)述べるように、様々な神経活動の背後にあるメカニズム

を両変数で張られる位相平面上で見通し良く解析することが可能である。また、対象とするモデルの数学的構

造を多項式ではなく基本的で低電力な回路ブロックの特性曲線の組み合わせによって実現することで様々なタ

イプの神経活動を低消費電力で再現できる回路が、Kohnoらによって提案されている [16]。

1.4 論文の構成

本論文の構成は以下のようになる。まず、第 2章では本研究で用いるニューロンとシナプスの数理モデル、

および連想記憶の枠組みについて述べる。第 3章では本研究の目的を述べる。第 4章ではこの目的に向けたい

くつかの提案手法について述べ、最後に第 5章で結論を述べる。

2 本研究で用いるモデル

2.1 DSSN(Digital Spiking Silicon Neuron)モデル

本研究で用いるニューロンモデルである DSSN(Digital Spiking Silicon Neuron)モデル [17]は、以下のよ

うな 2変数の非線形の微分方程式として表現される。

dv

dt
= F (v, n) =

ϕ

τ
(f(v)− n+ I0 + Istim) (1)

dn

dt
= G(v, n) =

1

τ
(g(v)− n) (2)

f(v) =

{
an(v + bn)

2 − cn (v < 0)

−ap(v − bp)
2 + cp (v ≥ 0)

(3)

g(v) =

{
kn(v − pn)

2 + qn (v < r)

kp(v − pp)
2 + qp (v ≥ r)

(4)
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変数 v は膜電位を、n は抽象化されたイオンチャネルの挙動を表している。このモデルは定性的ニューロン

モデルの一種であるMorris-Lecarモデル [18]をもとにしてデジタル回路実装向けに最適化されたモデルであ

り、式 3や式 4を区分的な 2次関数として表現することで多くの回路リソースを消費する乗算の回数を最小

限に抑えたり、いくつかのパラメータの値を 2のべき乗およびそれらの和として表現することで乗算をシフト

演算として実行できるようにするなどの工夫がなされている。ある適当なパラメータ設定のもとで、これらの

式は v と nで張られる位相平面上に図 3の左側に示されるようなベクトル場を形成する。図 3の右側には活

動電位 (神経スパイク)の波形の例を示しているが、種々の神経活動を表現するこのような膜電位 v の時間波

形は、位相平面上をこのベクトル場に従って移動する状態点 (v, n)の軌道 (図 3の左側のオレンジ色の曲線)

に対応付けられる。図 3の左側の赤と緑の曲線はナルクラインと呼ばれ、それぞれ dv
dt = 0および dn

dt = 0を

満たす点の集合である。2つのナルクラインの交点では dv
dt = dn

dt = 0が成り立ち、この点から出発した状態

点はずっとこの点から動かないため「固定点」と呼ばれる。この図では固定点は 1点だけ存在し、軌道はこの

点に引き寄せられている。これはニューロンの静止状態に対応する。

一般に非線形の微分方程式では解析的に解を求めるのは困難だが、このような固定点の周りで以下のように

方程式を線形化することで、その固定点からの摂動が時間とともに増大するのか減衰するのかといった情報を

定性的に把握することが可能である (線形安定性解析)[19]。まず (v∗, n∗)が固定点であるとする。つまり、

F (v∗, n∗) = 0, G(v∗, n∗) = 0 (5)

であるとする。そして、この固定点からの摂動を

x = v − v∗, y = n− n∗ (6)

と表す。この摂動の時間的な挙動を調べるため、まず xに関する微分方程式を求めるのだが、このとき F を

固定点の周りでテイラー展開して 2次以降の高次の項を無視すると、

ẋ = v̇ = F (v∗ + x, n∗ + y) ≈ F (v∗, n∗) +
∂F

∂v
x+

∂F

∂n
y =

∂F

∂v
x+

∂F

∂n
y (7)

のようになる (最後の等号は式 5によるものである)。同様のことを y に関しても行うと、(
ẋ
ẏ

)
=

(
∂F
∂v x+ ∂F

∂n y
∂G
∂v x+ ∂G

∂n y

)
=

(
∂F
∂v

∂F
∂n

∂G
∂v

∂G
∂n

)(
x
y

)
= A

(
x
y

)
(8)

のようになり、xと y の微分方程式は行列 Aで特徴づけられる線形な微分方程式に近似することが可能であ

る。この行列 Aを固定点 (v∗, n∗)におけるヤコビ行列と呼ぶ。式 8をベクトル形式で表すと、

ẋ = Ax (9)

のようになるが、あるベクトル uで張られる直線上で指数的に移動する解 x(t) = eλtuが式 9を満たすとす

ると、これを式 9に代入することで
Au = λu (10)

が得られるから、λはヤコビ行列 Aの固有値であり、uはそれに対応する固有ベクトルであることが分かる。

今、ヤコビ行列 Aが相異なる 2つの固有値 λ1, λ2 をもち、それに対応する固有ベクトルがそれぞれ u1,u2 で

あるとすると、上記の観察より x(t) = eλ1tu1 および x(t) = eλ2tu2 は式 9の解となる。さらにこのとき u1

と u2 は線形独立となるから、任意の点 x0 をこれらの線形結合として x0 = c1u1 + c2u2 のように書き表す

ことができる。これらのことから、x(0) = x0 を初期条件とする式 9の微分方程式の初期値問題の解は、

x(t) = c1e
λ1tu1 + c2e

λ2tu2 (11)
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図 3 DSSNモデルのベクトル場と軌道の例 (左)および対応する膜電位 v の波形 (右)

となる。なぜなら、直線上を移動する上記の 2つの解の線形結合になっており、かつ、初期条件も満たしてい

るからである。さて、ヤコビ行列 Aの 2つの固有値 λ1, λ2 のうち、両方が負の実部をもっていれば、式 11の

2つの項がどちらも指数的に減衰するため、固定点 (v∗, n∗)からの摂動は時間とともに減衰し、その固定点は

安定であると言える。一方で、少なくとも一方の固有値が正の実部をもっていれば、式 11で表される固定点

からの摂動は指数的に増大するため、その固定点は不安定である。このように、ヤコビ行列の固有値の実部の

符号によって、その固定点の安定性を判断することが可能である。DSSNモデルのような 2変数の系において

は、両方の固有値の実部が負ならその固定点は「安定固定点」、両方ともが正なら「不安定固定点」、正と負が 1

つずつであれば「鞍点」と呼ばれる。また、固有値が λ = α± iωのように複素数である場合、式 11において、

eλt = e(α±iω)t = eαte±iωt = eαt(cosωt± i sinωt) = eαt cosωt± ieαt sinωt (12)

となるから、固定点からの摂動は振動しながら減衰あるいは増大し、(もとの非線形な方程式における)その振

動の角周波数は固有値の虚部 ω とおおよそ等しくなる。

DSSNモデルは、各種パラメータの値を調整することで、1.1節で述べたクラス 1とクラス 2の両方の特性

を再現することが可能である。図 4の左側は、クラス 1のパラメータ設定で定値刺激入力 Istim の値が小さい

ときの位相平面の様子および 2種類の軌道の例を、右側はそれらの軌道に対応する膜電位 v の波形を示して

いる。このとき、2つのナルクラインは 3点で交わっており、左から順にそれぞれ安定固定点 (図中の S)、鞍

点 (T)、不安定固定点 (U)となっている。状態点が安定固定点にあるときにインパルス状の刺激入力が与えら

れると、その状態点は位相平面上で瞬間的に水平右方向に押しやられる。状態点はその後ベクトル場に従って

移動し、やがて安定固定点に戻ってくるが、このとき軌道のスタート地点が鞍点の安定多様体 (t → ∞ で鞍
点に収束する点の集合) よりも左側にあれば、軌道は v と n の大きな上昇を伴わずに安定固定点に戻ってく

る (Aの軌道)。一方で、スタート地点が安定多様体の右側にあれば、その軌道は鞍点の長い方の不安定多様体

(t → −∞で鞍点に収束する点の集合)の外側を通るため、活動電位 (神経スパイク)に相当する v と nの大き

な上昇を伴う (Bの軌道)。このように、状態点の変位が鞍点の安定多様体を越えるかどうかが発火の実質的な

閾値としての役割を果たしている。

図 4の状態から徐々に Istim の値を大きくしていくと、式 2より v ナルクラインの位置が上方向にシフトし
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図 4 定値刺激入力 Istim が小さい時のクラス 1の位相平面と軌道の例 (左)および対応する膜電位 v の波形 (右)

ていく。それに伴って安定固定点と鞍点の位置が徐々に近づいていくのだが、ある臨界値において両者は完全

に同一の点になり、それ以上に Istim の値を大きくすると消失し、不安定固定点のみが残る。このとき、鞍点

の長い方の不安定多様体の両端 (=安定固定点と鞍点)が接続することで、不安定固定点を囲む安定な周期軌

道 (リミットサイクル)が発生する。このようなパラメータ (ここでは Istim)の変化による系の性質の質的な

変化を分岐と呼び、このようなタイプの分岐を特に Saddle-Node on Invariant Circle分岐 (SNIC分岐)と呼

ぶ。図 5はそのような大きな Istim のもとでのクラス 1の位相平面および軌道の例 (左側)と、それに対応す

る v の波形 (右側)を示している。ピンク色の閉軌道が上記のリミットサイクルを表しており、その内側から

出発した軌道 Aも、外側から出発した軌道 Bも、最終的にはこのリミットサイクルに引き寄せられている。

また右側の図から分かるように、リミットサイクルはニューロンの周期発火に対応している。図 6は、SNIC

分岐の直後のリミットサイクル (左側) およびそれに対応する v の波形 (右側) を示している。分岐の直後に

は、リミットサイクルは図中にオレンジ色で示されるように v ナルクラインと nナルクラインのどちらにも

非常に近い領域を通過する。この領域では dv
dt も

dn
dt も非常に小さな値をとるため、ここを通過するには長い

時間を要し、結果として分岐の瞬間に近づくほど発火周期は長く (発火周波数は低く)なる。これが、クラス 1

の周波数特性が発生するメカニズムである。実際、右側に示されている約 1周期分の波形において、上記の領

域を通過しているオレンジ色の部分がほとんどの時間を占めている。図 7はクラス 1の DSSNモデルの分岐

図と呼ばれる図であり、Istim の値を分岐パラメータとして変化させながら、それぞれの Istim の値における

固定点や周期軌道 (の両端)の v の値をプロットしたものである。図中の Isnic と書かれた部分で SNIC分岐

が起こり、安定固定点と鞍点が対消滅して安定周期軌道が発生している。

一方で、図 8は Istim の値が小さいときのクラス 2の位相平面の様子と軌道の例 (左側)、およびそれに対応

する v の波形 (右側)を示している。クラス 2のパラメータ設定のもとでは、2つのナルクラインの交点の数

は Istim の値に関わらず常に 1 つであり、Istim の値が小さいときにはこの交点は安定固定点となっている。

よって、位相平面上の軌道は最終的にこの安定固定点に収束するのだが、この固定点におけるヤコビ行列の固

有値が複素数になっているため、軌道は回転しながら収束し、それに対応して膜電位 v の波形は減衰振動を示

す。また、上記のクラス 1のときと違って発火の明確な閾値となるような機構が存在しないため、インパルス

状の刺激入力への応答の大きさは刺激の強さに応じて連続的に変化する。

図 8 の状態から Istim の値を徐々に大きくしていくと、上述のように固定点が消滅することはないが、あ

る臨界値において (それまで安定であった)固定点が不安定化し、固定点にあった状態点はその周りに存在す
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図 5 定値刺激入力 Istim が大きい時のクラス 1の位相平面と軌道の例 (左)および対応する膜電位 v の波形 (右)

図 6 クラス 1の周波数特性が発生するメカニズム

図 7 クラス 1の DSSNモデルの分岐図
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図 8 定値刺激入力 Istim が小さい時のクラス 2の位相平面と軌道の例 (左)および対応する膜電位 v の波形 (右)

図 9 クラス 2の DSSNモデルの分岐図

る安定な周期軌道に引き寄せられる。このような分岐を Hopf分岐と呼ぶ。図 9は、クラス 2の DSSNモデ

ルの分岐図である。図中の Ihopf と書かれた部分で Hopf分岐が起こり固定点が不安定化しているが、この瞬

間に青色で示される不安定周期軌道が固定点にぶつかっていることが分かる。この不安定周期軌道は、Istim

の値が Ihopf よりも少し小さい Ifold であるときに起こった Fold分岐という分岐によって、その外側の安定

周期軌道と同時に発生したものである。また、Istim の値が Ifold と Ihopf の間にあるときには安定固定点と

安定周期軌道が共存し、それらが不安定周期軌道によって隔てられていることが分かる。このような状態を

bistablity(双安定)と呼ぶ。図 10は bistabilityの状態にあるクラス 2の位相平面の様子と軌道の例 (上段)お

よびそれに対応する v の波形 (下段)を表している。ピンク色で示される安定周期軌道の外側から出発した軌

道 Aはこの安定周期軌道に引き寄せられているのに対し、青色で示される不安定周期軌道の内側から出発し

た軌道 Bは内側にある安定固定点に向かって減衰振動しており、不安定周期軌道の外側と内側のどちらから

出発したかによってその状態点が 2つの安定状態のどちらに向かうかが決まっている。このようにクラス 2に

おいては、上述のクラス 1のように分岐直後の発火周波数を抑制する機構は存在しないため、非ゼロの周波数

で周期発火が開始する。
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図 10 クラス 2における bistability

2.2 シナプスのモデル

dIs
dt

=

{
α(1− Is) (v > 0)

−βIs (v ≤ 0)
(13)

本研究で用いるシナプスのモデルは、化学シナプスにおける神経伝達物質の放出とイオン電流のダイナミク

スを記述した kinetic synapse model[20]をもとにして簡略化を行った Liらのモデル [21]であり、式 13のよ

うにシナプス電流 Is に関する微分方程式として表現される。それぞれのニューロンがこの変数 Is をもってお

り、刺激入力を受けて膜電位 v が閾値 0を越える (=発火する)と Is は増加を開始し、v が再び閾値 0を下回

ると減少を開始する。正のパラメータ αおよび β の値がシナプス電流 Is の増加および減少の速さを決めてお

り、[21]では α = 83.3, β = 333.3という値が用いられているが、これらの値は目的に応じて適宜調節される。

図 11は定値刺激入力によって周期発火するニューロンにおける、膜電位 v とそれに対応するシナプス電流 Is

の波形の例を示している。N個の DSSNモデルのニューロンが全結合型のネットワークを構成している場合、

i番目のニューロンにおける刺激入力 Iistim は以下の式によって計算される。

Iistim = c

N∑
j=1

Wi,jI
j
s + Iiext (14)

Wi,j は j 番目のニューロンから i 番目のニューロンへの結合荷重 (正なら興奮性の結合、負なら抑制性の結

合)、Ijs は (式 13に従って変化する)j 番目のニューロンのシナプス電流であり、第 1項は他のニューロンから

のシナプス電流の荷重和を表している (cは電流値のスケールを調節するための正のパラメータである)。一方

で、第 2項の Iiext は実験者によって与えられる i番目のニューロンへの外部入力を表している。
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図 11 膜電位 v(上段)とそれに対応するシナプス電流 Is(下段)の波形の例

2.3 連想記憶

連想記憶とはニューラルネットワーク上での分散的な記憶様式であり、脳の海馬と呼ばれる領域における記

憶方式を抽象化したモデルである。より具体的には、まず、いくつかのパターン (ベクトル)が事前にニュー

ラルネットワーク上に格納 (記憶)される。以下、これらの格納されたパターンのことを銘記パターンと呼ぶ。

その後、ネットワークに何らかのパターンを入力すると、(良い条件のもとでは、) 事前に格納された銘記パ

ターンの中で入力されたパターンに最も近いものがネットワークのダイナミクスにより想起される。連想記憶

に用いるネットワークは、人工ニューラルネットワーク (ANN : Artificial Neural Network)でも SNNでも

よく、どちらに関しても研究が行われている。

本研究においては、上述の DSSN モデルのネットワーク上での連想記憶 [21] を取り扱う。記憶させるパ

ターンとしては、各要素が +1/-1 のどちらかの値をとるような 2 値のパターンを考える。特に本研究では、

これ以降常に、図 12に示される長さ (要素数)が 256のパターン 4つの組を銘記パターンセットとして用いる

こととする。この図では分かりやすさのため、+1の要素を黒色に、-1の要素を白色に対応させることで各パ

ターンを白黒の 16× 16ピクセルの画像として表している。パターン上の要素のインデックスとそれを画像と

して表現したときのピクセルの位置は、図 13のような対応関係になっている。このような白黒の画像として

の表現方法は、これ以降しばしば用いられる。尚、図 12の銘記パターンセット中の任意の 2つのパターンの

組は、全て互いに直交している (内積をとると 0になる)。この銘記パターンセットを、同じく 256ニューロ

ンの DSSNモデルの全結合型のネットワークに記憶させる。ここで、ネットワーク中の各ニューロンは、2値

パターン中の対応する 1つの要素の値を表現する。つまり、銘記パターンのどれかが正しく想起されたとき、

各ニューロンは対応する要素の値が +1/-1のどちらであるかを表現することになる。このように 2値パター

ン中の要素とニューロンは 1対 1に対応するので、これ以降では、2値パターン中の i番目の要素に対応する

ニューロンのことを、i番目のニューロン (あるいはニューロン i)と呼ぶこととする。

連想記憶ネットワークにおける学習とは、記憶させたい銘記パターンセットの情報に基づいて、ネットワー

ク中のニューロン間の結合荷重を適切に決定することである。これには様々な方法が提案されているが、よく
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図 12 本研究で用いる銘記パターンセット

図 13 パターン上の要素のインデックスと、画像として表現したときのピクセルの位置との対応関係

用いられる方法として相関学習 [22]と呼ばれる方法がある。この方法では、j 番目のニューロンから i番目の

ニューロンへの結合荷重Wij を、以下の式によって静的に決定する。

Wij =

{
1
p

∑p
u=1 x

u
i x

u
j (when i ̸= j)

0 (when i = j)
(p = 4, 1 ≤ i, j ≤ 256) (15)

ここで、xu
i は u番目の銘記パターンにおける i番目の要素の値 (+1/-1)を、pは銘記パターンの数 (本研究で

は p = 4)を表す。このような静的な学習方法の他に、生物学的に妥当性のあるへブ学習に基づいて動的に結

合荷重を更新していく手法なども提案されている [23]。これについては次節で詳しく述べる。

このようにして学習したネットワークが正しく動作するかを検証するには、銘記パターンのどれか 1 つを

ベースとして、そこにある割合のエラーを入れることで入力パターンを作成すればよい。銘記パターン 1に基

づいて生成された入力パターンの例を図 14 に示す (図中の数字はエラー率)。例えば左端のエラー率 5%の入

力パターンでは、256× 0.05 = 12.8 ≈ 13より、銘記パターン 1をベースとして 13個のランダムに選んだ要

素の値を反転させている。この入力パターンと 4つの銘記パターンとのハミング距離をとると、それぞれ 13、

127、131、119となり、銘記パターン 1に最も近くなっている。よって、このパターンを入力として与えたと

きの連想記憶ネットワークの望ましい挙動は、銘記パターン 1を想起することである。本研究の銘記パターン

セットを用いる限り、エラー率が 30%程度までであれば、生成された各入力パターンはそのベースとなった

銘記パターンにハミング距離の意味で最も近くなる。こうして生成された入力パターンを DSSNモデルで構

成された連想記憶ネットワークに実際に与えるには、入力パターン中の +1の要素に対応するニューロンに対

してのみ定値刺激電流を短時間印加する。その後は、各ニューロンが発火し続けるように、全てのニューロン

に対して同じ値の定値刺激電流を印加し続ける。

13



図 14 図 12の銘記パターン 1に基づいて生成された入力パターンの例

SNN上での連想記憶では、事前に記憶させた銘記パターンが正しく想起された状態は、ネットワーク中の

ニューロン群の同期発火状態として実現される。より具体的に言えば、全てのニューロンの発火周期が揃い、

かつ、想起されている銘記パターンにおいて +1の要素に対応するニューロン群と-1の要素に対応するニュー

ロン群が (互いに混ざり合うことなく)それぞれ時間的にまとまって交互に発火する定常状態に到達する。こ

のような発火パターンを、これ以降 anti-synchronizedな発火パターンと呼ぶこととする。銘記パターン 1を

想起した状態の例を図 15 に示す。この図はラスタープロットと呼ばれ、横軸に時間を、縦軸にニューロンの

インデックス (=2値パターン中の対応する要素のインデックス)をとり、各ニューロンの発火時刻 (膜電位 v

が閾値 0を下から上に越える瞬間)を点で示している。また、各点の色は銘記パターン 1に基づいて付けられ

ている。この図では、+1の要素に対応するニューロン群と-1の要素に対応するニューロン群がそれぞれ、位

相の意味でもほぼ完全に同期している。図 15の状態における、特定の 2つのニューロンの膜電位 v および刺

激入力 Istim の時間波形を示したのが図 16である。図 15で想起されている銘記パターン 1において、上段の

ニューロン 1は +1の要素に、下段のニューロン 17は-1の要素に対応している。各ニューロンは、式 14のよ

うに外部から印加される定値刺激電流 Iext(茶色の点線)に他のニューロンからのシナプス電流 Is の荷重和を

足し合わせたものを刺激入力 Istim(茶色の実線)として受け取り、膜電位 v を変化させる。v がしきい値 0を

越える瞬間が発火時刻であり、図中では点で示されている。上段と下段のどちらにおいても、刺激入力 Istim

はそのニューロンが属する方のニューロン群の発火を起点として大きく正方向に振れ、もう一方のニューロン

群の発火を起点として大きく負方向に振れていることが分かる。

一方で、発火周期は揃い、+1の要素と-1の要素にそれぞれ対応するニューロン群が交互に発火してはいる

が、各ニューロン群における位相同期が不完全な定常状態に到達する場合もある。このような例のラスタープ

ロットを図 17 に示す。このような定常状態においても、+1の要素に対応するニューロン群と-1の要素に対

応するニューロン群は時間的に完全に分離されているので、銘記パターン (この場合は銘記パターン 1)が正し

く想起されているとみなすことができる。一般的な傾向として、入力パターンにおけるエラー率が高くなるほ

ど (入力パターンが銘記パターンから離れるほど)、想起に成功した際に図 17 のような不完全な同期状態に到

達しやすくなるようである (詳細は後述)。先ほどと同様に、図 17の状態における特定の 2つのニューロンの

膜電位 v および刺激入力 Istim の時間波形を図 18に示す。刺激入力 Istim は図 16と大まかには同様に、その

ニューロンが発火する時刻の周辺で正方向に振れ、その逆位相にあたる時刻の周辺で負方向に振れているが、

各ニューロン群における位相同期が不完全なために図 16よりも時間方向に広がったような波形になっている。

各ニューロンのある発火時刻からその次の発火時刻までを 1周期とみなすことで、時刻 tにおける j 番目の

14



図 15 銘記パターン 1を想起した状態のラスタープロット (同期度が高い場合)

図 16 図 15の状態における、特定のニューロンの膜電位 v および刺激入力 Istim の波形の例

ニューロンの位相 ϕj(t)を以下のように定義することができる [24]。

ϕj(t) = 2πk + 2π
t− tkj

tk+1
j − tkj

(tkj ≤ t ≤ tk+1
j ) (16)

ここで、tkj は j 番目のニューロンの k 回目の発火時刻である。このように定義した各ニューロンの位相 ϕj(t)

を用いることで、ある時刻におけるネットワークの発火状態が全体としてどの程度同期しているかを、以下の

PSI(Phase Synchronization Index)[24]という指標により定量化することができる。

PSI(t) =
1

N
|

N∑
j=1

exp(i2ϕj(t))| (17)

N はネットワーク中のニューロン数 (本研究では N = 256)である。PSIは 0から 1の間の値をとり、全て

のニューロンが同相または逆相で完全に同期している状態において最大値 1をとる。また、同じく位相 ϕj(t)
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図 17 銘記パターン 1を想起した状態のラスタープロット (同期度が低い場合)

図 18 図 17の状態における、特定のニューロンの膜電位 v および刺激入力 Istim の波形の例

を用いることで、ある時刻におけるネットワークの発火状態が各銘記パターンにどの程度類似しているかを、

overlap[25]という指標で定量化できる。時刻 tにおける u番目の銘記パターンとの overlapをMu(t)とする

と、それは以下の式により定義される。

Mu(t) =
1

N
|

N∑
j=1

xu
j exp(iϕj(t))| (18)

overlapも 0から 1の間の値をとる。図 19 および図 20 に、それぞれ図 15 および図 17 の状態に対応する PSI

および各銘記パターンとの overlapの時間変化の様子を示す (どちらも最終的に銘記パターン 1を想起してい

る)。図 19 では入力パターンを与えてすぐに PSIがほぼ 1に収束し、また、銘記パターン 1との overlapが 1

に収束している。これは図 15 の完全な同期状態に対応している。他の銘記パターンとの overlapはほぼ 0に

近い値になっている。定義より、全てのニューロンの位相が一律に同じ値だけシフトしても PSIや overlapの
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図 19 銘記パターン 1が想起された時の PSIと overlapの時間変化 (同期度が高い場合)

図 20 銘記パターン 1が想起された時の PSIと overlapの時間変化 (同期度が低い場合)

値は変わらないので、図 15 や図 17 のような定常状態に到達すると (全ニューロンの発火周期が揃うと)、PSI

や overlapはその後一定値になる。一方で、図 20 では PSIが一旦大きな値をとった後、徐々に減少して最終

的に 0.6付近の値に収束している。銘記パターン 1との overlapも 1より少し小さい値に収束し、他の銘記パ

ターンとの overlapも 0.2から 0.3程度の値をとっている。とは言ってもやはり銘記パターン 1との overlap

が他の 3つと比べて明らかに大きく、定常状態においては銘記パターン 1が想起されているとみなすことがで

きる。

図 21は、多数の入力パターンを用いて想起を行い、入力パターン中のエラー率ごとに、ネットワークが最

終的に到達した定常状態における PSIの値の分布をとったものである。具体的には、10%、20%、30%のそれ

ぞれのエラー率のもとで、4つの銘記パターンそれぞれをベースとした 100通りずつの入力パターン (全部で

100× 4× 3 = 1200通り)を生成し、それをもとに想起を行った。どのエラー率の図においても、PSIの値が

1の付近と 0.5の付近に分布の大きな山が見られ、また逆に、それ以外の場所には一切分布していない。1の

付近の山が図 15の定常状態に対応し、0.5の付近の山が図 17の定常状態に対応している。右の図に行くほど

1付近の山が低く、0.5付近の山が高くなっていることから、入力パターンにおけるエラー率が高くなるほど、

PSI が 0.5 付近の (つまり、図 17 のように同期が不完全な) 定常状態に到達しやすくなることが分かる。だ

が、ネットワークが図 17のような定常状態に到達したときの PSIの値は、入力パターン中のエラー率が 10%
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図 21 入力パターンのエラー率ごとの、定常状態における PSIの値の分布

だろうが 30%だろうが 0.5付近で変わることはない。逆にエラー率が 30%でも、(可能性は低いが)PSIがほ

ぼ 1の (つまり、図 15のような)定常状態に到達することはあり得る。つまり、定常状態における PSIの値

を測っても、それだけをもとに入力パターン中のエラー率を推定することはできないということである。同様

に図 22は、入力パターン中のエラー率ごとに、定常状態における 4つの銘記パターンそれぞれとの overlap

のうちの最大値の分布をとったものである。直感的には入力パターンを生成する際のベースとした銘記パター

ンとの overlapが 4つのうちで最大となるのが望ましいが、実際にはエラー率が高くなってくると他の銘記パ

ターンとの overlapが最大になる (つまり、他の銘記パターンに対応する定常状態に到達する)ことも起こり

得る。このような挙動はエラー率が 10%や 20%のときにはほぼ見られないが、30%程度ではしばしば発生

する (実際、図 21および図 22の作成に用いたエラー率 30%の 400通りの入力パターンのうち、83パターン

において他の銘記パターンに対応する定常状態に到達した)。このように、最大の overlapは必ずしも入力パ

ターンのベースとなった銘記パターンとのものとは限らないが、ともかく最大の overlap に着目すると、エ

ラー率に関わらず 1の付近と 0.9の付近に分布の大きな山が存在することが分かる。1付近の山が図 15の定

常状態に、0.9 付近の山が図 17 の定常状態に対応する。先ほど図 21 で見たのと同じように、右の図に行く

ほど 1付近の山が低く、0.9付近の山が高くなっているのが分かる。だが、分布における 2つの山の位置はエ

ラー率によって変わらないため、やはり定常状態における overlapの値を測っても、それだけをもとに入力パ

ターン中のエラー率を推定することはできない。
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図 22 入力パターンのエラー率ごとの、定常状態における最大の overlapの値の分布

2.4 へブ学習

上記の相関学習においては、連想記憶ネットワークにパターンを銘記させるためにニューロン間の結合荷重

を式 15に従って静的に決定したが、銘記させたいパターンをネットワークに提示しながらへブ学習に基づい

て動的にニューロン間の結合荷重を更新していくことによっても、相関学習によるものに近い結合荷重を獲得

することが可能である。Liらは、DSSNモデルのネットワーク上でへブ学習を用いて連想記憶の銘記パター

ンを学習させる具体的な手法を提案した [23]。この研究では、上記と同じく 256ニューロンの DSSNモデル

のネットワーク上で図 12の 4つの銘記パターンのセットが学習された。へブの学習則をより具体化すると、

あるシナプスの結合荷重 (伝達効率)は、それにつながるシナプス前ニューロンおよびシナプス後ニューロン

のどちらかが発火するたびに少しずつ更新されていく。そしてその更新量 ∆W は、シナプス前ニューロンと

シナプス後ニューロンの最新の発火時刻の差 ∆t = tpre − tpost に依存して決まる。シナプス結合の増強だけ

でなく、同じく記憶にとって重要な現象であるシナプス結合の抑圧についても考慮すると、∆tと∆W との関

係式は、

∆W = A+ exp

(
−|∆t|
τ+

)
−A− exp

(
−|∆t|
τ−

)
(19)

と表現される。図 23 は ∆t を横軸に、∆W を縦軸にとってこの関係を表している。この図から分かるよう

に、∆W は ∆t に関して左右対称である (∆t の絶対値が ∆W を決める) ので、シナプス前ニューロンと後

ニューロンの発火時刻の前後関係は意味を持たない。よって、あるシナプスとその逆方向のシナプスの結合荷

重 (Wi,j と Wj,i) は常に同じ値となる。また、発火時刻の差が小さいときには結合荷重は増加するが、やや

大きい時刻差では結合荷重は減少する。発火時刻の差がある程度以上大きくなると、結合荷重はほぼ変化し

ない。

さらに、実際にへブ則に基づいた学習を行うにあたっては、結合荷重が際限なく増加したり減少したりす

るのを防いで有限の値の範囲内に収めるために、soft boundあるいは hard boundと呼ばれる制限を与える。

Liらの研究では 5種類の具体的な結合荷重の更新ルールが検証され、そのうち soft boundを用いた L4とい

うルールと hard boundを用いた L5というルールで正しく学習が行えたと報告されている。L4ルールでの
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図 23 へブ学習で用いられる窓関数

結合荷重の更新式は、

∆W =
(Wmax −W )(W −Wmin)

(Wmax −Wmin)2

[
A+ exp

(
−|∆t|
τ+

)
−A− exp

(
−|∆t|
τ−

)]
(20)

と表される。角括弧内の部分は上記の式 19と同じであり、前にかかっている (Wmax−W )(W−Wmin)
(Wmax−Wmin)2

の部分が

soft boundに相当する。W は現在の結合荷重であり、その値が最大値Wmax(= 1)や最小値Wmin(= −1)に

近づくほど、更新量∆W の絶対値を抑制するという効果をもたらす。W が最大値Wmax(最小値Wmin)に達

すると、その値がそれ以上増加 (減少) することはなく、W は必ず有限の値の範囲内に収まる。一方で、L5

ルールでは、結合荷重は式 19そのものに従って更新される。そのうえで、全ての結合荷重のうちのどれか 1

つがWmax あるいはWmin に達した瞬間に、全ての結合荷重の更新を停止する。それ以降に結合荷重が更新

されることはない。

Liらの方法では、銘記させたい 4つのパターンそれぞれに基づいた短いパルス状の刺激入力を、繰り返し

ネットワークに印加する。これによりネットワーク中のニューロンが発火を起こすので、その発火時刻に応じ

て上記の更新則 (のどちらか) に従ってニューロン間の結合荷重を更新していく。刺激入力を与える手順は、

具体的には以下のようになる。

刺激入力はある一定のタイムスロットごとに切り替えられる。まず最初のタイムスロットでは、銘記パター

ン 1 に基づいた刺激入力を与える。あるパターンに基づいた刺激入力を与えるとは、そのパターンにおい

て +1の値を持つ要素に対応するニューロンのみに短時間持続するパルスを印加するということである。その

次のタイムスロットでは、銘記パターン 1の各要素を反転させたパターンに基づいた刺激入力を与える。つま

り、今度は銘記パターン 1において-1の値をもつ要素に対応するニューロンのみにパルスを印加するという

ことである。この 2タイムスロット分と同じことを合計で 8回繰り返す。その後、1タイムスロット分のイン

ターバル (どのニューロンにもパルスを印加しない期間)を設ける。ここまでの合計 17タイムスロット分をひ

とまとまりとして、同じことを銘記パターン 2、3、4に関して繰り返す。ここまでが終わったら、再び銘記パ

ターン 1に戻って同じことを繰り返す。

図 24は、上記のように銘記パターンに基づいて刺激入力を与え、L4および L5ルールに基づいて結合荷重

を更新していったときの結合荷重の推移 (上段)、および相関学習によって静的に決定される結合荷重との差
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図 24 L4と L5ルールによる結合荷重の推移 (上段)、および相関学習による結合荷重との差の推移 (下段)

(の絶対値の平均)の推移 (下段)を示している。L4ルールでも L5ルールでも、大まかに同じような結合荷重

の推移を示す 5つのグループが見て取れる。L5ルールでは、学習開始から 12秒程度の時点である結合荷重が

最小値Wmin = −1に到達し、それに伴って全ての結合荷重の値がそれ以降一定になっている (hard bound)。

相関学習による結合荷重との差はおおよそ単調に減少し、最終的に 0.04程度の値に到達している。L4ルール

では、学習が進み各結合荷重の絶対値が大きくなるにつれて増加あるいは減少のペースが緩やかになってい

るのが見て取れる (soft bound)。式 20で定められる更新量 ∆W の絶対値は次第に小さくはなるが、荷重値

がWmax あるいはWmin に到達するまでは 0になることはないので、長時間にわたって学習を行うと多くの

結合荷重が +1 または-1 の付近の値に到達してしまっている。相関学習による結合荷重との差は学習開始か

ら 60秒程度の時点まではおおよそ単調に減少しているが、それ以降はむしろ増加してしまっている。よって、

L4ルールで正しく学習を行うためには、何らかの基準を設定して適切なタイミングで荷重値の更新をストッ

プさせなければならない。図 25は、L5ルールのへブ学習で最終的に得られた結合荷重と相関学習による結合

荷重との差 (左図)およびその絶対値 (右図)のヒストグラムである。へブ学習による結合荷重は、相関学習に

よる結合荷重のまわりで、やや負側に偏って分布していることが分かる。絶対値の差は最大でも 0.1程度であ

り、平均すると 0.04程度の値となる (これは図 24の下段右側と対応している)。

以下では L5ルールに着目し、どのようなメカニズムで学習が進んでいくのかを検証する。図 26は、へブ学

習の最中で銘記パターン 1に関連する刺激入力を与えている 17タイムスロットにわたるラスタープロットで

ある。図中の Pattern1は「銘記パターン 1に基づいたパルスを与えている期間」、Pattern1は「銘記パター

ン 1の反転パターンに基づいたパルスを与えている期間」を示している。また、プロットされた点の色 (黒/

白)は銘記パターン 1に基づいている。各タイムスロットにおいて、パルスを与えられたニューロンのみが位

相を揃えて選択的に発火していることが分かる。図 27は、図 26と同じ期間における特定のニューロンへの

刺激入力 Istim とその膜電位 v の波形を示している。上段のニューロン 1は銘記パターン 1において +1の要

素に対応し、下段のニューロン 17は-1の要素に対応する。各ニューロンは式 14のように、紫色の線で示さ

れる「銘記パターンに基づいたパルス」とオレンジ色の線で示される「他のニューロンからのシナプス電流の

線形和」を足し合わせたものを刺激入力 Istim として受け取り、膜電位 v を変化させる。上段でも下段でも、

銘記パターンに基づいたパルスが印加されるたびに膜電位が急激に上昇し、発火を引き起こしている一方で、
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図 25 へブ学習と相関学習で得られた結合荷重の差の分布

図 26 へブ学習期間におけるラスタープロット

他のニューロンからのシナプス電流は各ニューロンの発火にほとんど寄与していないことが分かる。

図 28 は、図 27 に示したニューロン 1 とニューロン 17 の間の結合荷重 W1,17 の値の推移を示している。

W1,17 は同じような減少・増加を繰り返しながら全体としては増加していき、最終的には 0.398程度の値に到

達している。上段の図の灰色の部分を拡大した下段の図を見ると、それぞれの銘記パターンに関連する刺激入

力が与えられている期間中では、W1,17 の値は単調に減少、あるいは単調に増加していることが分かる。具体

的には、銘記パターン 1に対応する期間でのみ減少し、銘記パターン 2、3、4に対応する期間では増加して

いる。また、下段の図中に示した黒または白の丸印は、それぞれの銘記パターンにおいてニューロン 1および

ニューロン 17に対応する要素が +1(黒)なのか-1(白)なのか、を示している。これも併せて見ると、ニューロ

ン 1とニューロン 17に対応する要素の値が一致しない (+1と-1)ような銘記パターンの期間ではW1,17 は減

少し、それらが一致する (+1と +1、あるいは-1と-1)ような銘記パターンの期間ではW1,17 は増加している

ことが分かる。図 29は、図 28と同じ方法で別の結合荷重W1,56 の値の推移を示している。先ほどのW1,17
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図 27 へブ学習期間における、あるニューロンの膜電位 v と刺激入力 Istim の波形の例

と同じく減少と増加が繰り返されているが、この図では減少と増加がおおよそ拮抗し、W1,56 は全体としては

ずっと 0付近の値を推移し続け、最終的に-0.05程度の値に到達している。下段の詳細な図を見ると、先ほど

と同じように、ニューロン 1 とニューロン 56 に対応する要素の値が一致しない銘記パターン 1 および銘記

パターン 4の期間ではW1,56 は減少し、それらが一致する銘記パターン 2および銘記パターン 3の期間では

W1,56 は増加していることが確認できる。1つの銘記パターンの期間中にW1,56 が減少あるいは増加する量は

銘記パターンによらずおおよそ同じであるため、4つの銘記パターンそれぞれに対応する期間を 1回ずつ終え

るとW1,56 はほぼ元の値に戻っている。

図 30は、ニューロン 1およびニューロン 17の発火履歴 (ラスタープロット)とそれに伴う結合荷重W1,17

の値の推移を対応づけて示したものである。銘記パターン 1ではニューロン 1とニューロン 17に対応する要

素の値が一致しない (+1と-1)ので、(図 26にも示したように)銘記パターン 1に対応する期間 (左上の図)に

おいてはニューロン 1とニューロン 17は交互に発火している。それに伴い、各タイムスロットにおいてどち

らかのニューロンが発火するたびにW1,17 は一定の値ずつ減少している。どちらのニューロンの発火も各タイ

ムスロット内のほぼ同じ位相で起こっているから、2ニューロン間の発火の時間差 ∆tは常にタイムスロット

1つ分の長さ ∆t1 と等しく、それに対応して図 23中の赤い点で示される ∆Wdecrease だけ結合荷重は減少す

る。(尚、銘記パターン切り替え直後の 1つめのタイムスロットでは、直前のインターバルのタイムスロット

の影響で結合荷重の減少量がやや異なる。) 一方で、銘記パターン 2、3、4ではニューロン 1とニューロン 17

に対応する要素の値が一致している (+1と +1、あるいは-1と-1)ので、これらの銘記パターンに対応する期

間では両ニューロンはほぼ同時に発火している。これに伴い、2タイムスロットに 1回の頻度で両ニューロン

が同時に発火するたびにW1,17 は一定の値ずつ増加している。このとき、2ニューロン間の発火の時間差 ∆t

は常にほぼ 0であり、それに対応して図 23中のオレンジ色の点で示される ∆Wincrease だけ結合荷重は増加

する。このように、1つの銘記パターンに対応する期間の中で、減少の場合は 1タイムスロットごとに、増加
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図 28 ある 1つの結合荷重の推移の例 1

図 29 ある 1つの結合荷重の推移の例 2

の場合は 2タイムスロットごとに 1回の頻度で値の更新が発生するが、∆Wdecrease の絶対値は ∆Wincrease

の絶対値のおよそ半分であるため、期間中の総減少量と総増加量は結果的にほぼ等しくなる。

表 1 は、以上のことを踏まえて相関学習と (L5 ルールによる) へブ学習との対応関係をまとめたものであ

る。任意の (i, j)の組に対し、similarityi,j という量を定義する。これは、i番目の要素と j 番目の要素の値

が一致する (+1と +1、あるいは-1と-1)ような銘記パターンの数を表す。定義より、similarityi,j は 0、1、

2、3、4の 5種類の値のどれかをとるが、この値によって、表のように対応する結合荷重Wi,j の相関学習およ

びへブ学習における振る舞いを分類することができる。まず相関学習の式 15と similarityi,j の定義から、相

関学習での結合荷重Wi,j の値は表のように similarityi,j の値ごとに一意に決まることが分かる。一方で、表

の左から 3列目は、へブ学習において 4つの銘記パターンそれぞれに対応する刺激入力を与える 1サイクル

の間の結合荷重Wi,j の推移の仕方を示している。上で見たように、i番目の要素と j 番目の要素の値が一致

するような銘記パターンの期間ではWi,j の値は増加し、それらが一致しないような銘記パターンの期間では
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図 30 シナプス前ニューロンおよび後ニューロンの発火の履歴と結合荷重の推移との対応

Wi,j の値は減少する。よって、定義より similarityi,j はこの 1サイクル中でWi,j の値が増加する期間 (つま

り銘記パターン)の数と等しく、また 1つの銘記パターンの期間における減少量および増加量は銘記パターン

によらずおよそ一定なので、この 1サイクルにおけるWi,j の正味の変化量は similarityi,j の値ごとにほぼ一

意的に決定される。さらに similarityi,j = 1の場合には、4つの銘記パターンの期間のうちでWi,j の減少量

と増加量が 1期間分ずつほぼ打ち消しあうので、1サイクルでの正味の減少量は similarityi,j = 0の場合の

およそ半分になり、相関学習によるWi,j の符号および絶対値との対応関係が見て取れる (similarityi,j = 3

の場合と similarityi,j = 4の場合の関係も同様)。similarityi,j = 2の場合にはWi,j の減少量と増加量が 2

期間分ずつほぼ打ち消しあうので、1サイクルでのWi,j の正味の変化量はほぼ 0となり、これも相関学習に

よる結合荷重と対応している。このような 5種類の similarityi,j の値による結合荷重の推移の仕方の違いは、

図 24の右上段の図にみられる 5つのグループに対応している。表の右端の列は、へブ学習で最終的に得られ

た結合荷重の similarityi,j の値ごとの平均Wi,j およびその標準偏差 σ を示しており、左から 2列目の相関

学習による結合荷重とおおよそ近い値をとっていることが確認できる。
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表 1 相関学習とへブ学習の対応関係

similatiryi,j Wi,j (correlation) weight transition in hebbian Wi,j (hebbian)

similarityi,j = 0 Wi,j = −1 Wi,j = −0.990(σ = 0.005)

similarityi,j = 1 Wi,j = −0.5 Wi,j = −0.514(σ = 0.028)

similarityi,j = 2 Wi,j = 0 Wi,j = −0.037(σ = 0.032)

similarityi,j = 3 Wi,j = 0.5 Wi,j = 0.441(σ = 0.029)

similarityi,j = 4 Wi,j = 1 Wi,j = 0.922(σ = 0.003)

3 本研究の目的

本研究の将来的な目的は、SNN上での連想記憶を実行し、デジタルコンピュータとの間でその入力/出力パ

ターンをやり取りする電子回路モジュールを作成することである。この電子回路モジュールが行う処理は、具

体的には以下のような手順を踏む。

1. デジタルコンピュータから 2値の入力パターンを受け取る。

2. 受け取った入力パターンをもとに SNN上での連想記憶を実行し、何らかの発火パターンを得る。

3. 得られた発火パターンをもとに、まず想起が成功したかどうかを判断する。

4. 想起が成功していれば、発火パターンを 2値の出力パターンとして解釈し、それをデジタルコンピュー

タに返す。

5. 想起が失敗していれば、そのことをデジタルコンピュータに通知する。

この目的に向けて本研究では、上記の手順の 3.から 5.の部分 (デジタルコンピュータとの間のインターフェー

ス)に焦点を当て、大きく分けて 2つの課題に取り組む。

1. (想起に成功した場合、)連想記憶の出力として得られる発火パターンの、2値のパターンへの変換

2. 想起に失敗した場合に発生する現象の調査、およびその検出
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1.については前章で述べたように、SNN上での連想記憶においては、出力はあくまで各ニューロンの膜電位

の波形あるいはそれに対応したネットワーク全体での時空間的な発火パターンであり、想起に成功しても 2値

のパターンがそのまま出力されるわけではない。よって、anti-synchronizedな状態にある発火パターンを解

釈して 2値の出力パターンに変換する手法を考案する。2.については、前章では想起が成功した時の発火パ

ターンの例を示したが、銘記パターンのどれにもあまり近くないような入力パターンが与えられた時には連想

記憶の処理は失敗する可能性が考えられる。そのような場合には上記の手順のようにそれを検出してデジタル

コンピュータに通知したいが、SNN上での連想記憶の処理が失敗した時にどのような現象が発生するのかと

いうことはそもそもあまり明らかにされていない。よって、まずはその調査を行い、さらにそれを検出するた

めの手法を考案する。

重要な点として、本研究においては上記の「デジタルコンピュータとの間のインターフェース」部分の処理

を、連想記憶の処理を行うもとの SNNから入力信号 (シナプス電流 Is)を受け取る追加の SNNとして実現す

る手法を考える。これは、回路モジュール全体をシリコン神経ネットワークとして実装することで、消費電力

を低く抑えられると期待されるためである。

4 提案手法

まず前章で述べた 2つの課題のうちの 1つめに関して、SNN上での連想記憶の成功時の出力として得られ

る anti-synchronizedな発火パターンを 2値のパターンに変換しようとする際、第 2章の図 15 や図 17 では

各ニューロンに対して図 12の銘記パターン 1に基づいて色を付けて示していたため、銘記パターン 1に対応

した発火パターンになっていることが容易に分かった。しかし、より現実的な状況設定を考えると、どのよう

な銘記パターンがいくつネットワーク上に記憶されているのかは想起の際には分からないはずであり、想起に

成功した時の発火パターンは図 31のように見えるはずである。つまり、天下り的に知っている銘記パターン

セットの中のどれを想起しているかという答え合わせをするのではなく、得られた発火パターンだけをもとに

して 2値のパターンへの変換を行う必要があるのである。発火パターンが anti-synchronizedな状態になって

おり、想起が成功していると仮定すると、それを 2値のパターンに変換するには以下の 2つの操作を行う必要

がある。

1. 交互に発火する 2つのニューロン群のうち、どちらが +1の要素に (あるいは-1の要素に)対応するの

かを判断する。

2. 図 17のように同期度が低い状態であれば、図 15のように同期度の高い状態に変換する。

これらのうち、まず 4.1節で 1つめの操作について述べ、4.2および 4.3節で 2つめの操作について述べる。

次に前章で述べた 2つの課題のうちの 2つめに関して、4.4節で想起に失敗したときに発生する現象の調査結

果を、4.5節で想起の失敗を検出する手法を述べる。

4.1 dummy neuron

上記の 1つめの操作を行う必要があるのは、銘記パターンに関する事前情報なしに図 31の発火パターン (実

際には図 12の銘記パターン 1が想起されている)を見ただけでは、図 32のどちらにも解釈できてしまうため

である。左は正しい銘記パターン 1、右はその各要素 (+1/-1)を反転させたパターンである。この不定性を解

消するため、1つのニューロンをもとの連想記憶ネットワークに追加する。以下、このニューロンを「dummy
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図 31 銘記パターンに関する事前情報を持たないと想定した時の発火パターンの見え方

neuron」と呼ぶこととする。具体的な仕組みは以下で述べるが、何らかの銘記パターンが正しく想起されたと

き、つまりネットワーク全体の発火パターンが図 15や図 17のようになっているとき、dummy neuronは必

ず (そのときの入力パターンに依らず)+1の要素に対応するニューロン群と同期して発火するように設定され

る。いわば、+1の要素に対応するニューロン群に dummy neuronでマーカーを付けるようなものである。

ここから、dummy neuronが上記のように動作する仕組みを説明する。まず 4つの銘記パターンそれぞれ

に対し、図 33のように、+1の値を持つ 1つの「dummy component」を追加する。銘記パターンの長さ (要

素数) および対応する連想記憶ネットワークのニューロン数を N(本研究では N = 256) とすると、dummy

component の追加によって各銘記パターンの長さは N + 1 になる。こうしてできた長さ N + 1 の銘記パ

ターンのセットを、式 15の相関学習によって、N + 1ニューロンのネットワークに記憶させる。このとき、

dummy componentに対応する N + 1番目のニューロンが dummy neuronである。銘記パターンの長さが

N + 1になったのに合わせ、入力パターンにも同じく +1の値を持つ 1つの dummy componentを追加する。

このような設定の下で入力パターンをネットワークに与え、図 15や図 17のような定常的な発火パターンに

到達したとき、ネットワークは図 33に示される長さ N + 1の銘記パターンのうちのどれか 1つを想起してい

るはずである。このとき、dummy componentの値は全ての銘記パターンにおいて +1であるので、それに対

応する dummy neuronは、どの銘記パターンが想起されていようとも常に +1を想起している。よって、交

互に発火している 2つのニューロン群のうち、dummy neuronと同期している方のニューロン群が +1の要

素に対応する、と判断できる。

もとの連想記憶ネットワーク中の各ニューロンから dummy neuronへの結合荷重Wdummy,i は、相関学習

の式 15に x1
dummy = x2

dummy = x3
dummy = x4

dummy = +1を代入することで、

Wdummy,i =
1

p

p∑
u=1

xu
i (p = 4, 1 ≤ i ≤ N = 256) (21)

と設定する。また、dummy neuronからもとの連想記憶ネットワーク中の各ニューロンへと戻る方向の結合

を持たせてしまうと、もとの連想記憶ネットワークの挙動に変更を加えてしまうことになるので、この方向の
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図 32 発火パターンを 2値パターンとして解釈する際の、反転したパターンに関する不定性

図 33 各銘記パターンに追加される dummy component

結合はすべて 0とする。つまり、

Wi,dummy = 0 (1 ≤ i ≤ N = 256) (22)

とする。

dummy neuronを追加したネットワークで正しく銘記パターンが想起されたときのラスタープロットを図

34(同期度が高い場合)および図 35(同期度が低い場合)に示す。dummy neuronの発火時刻は赤い点で示され

ている。どちらの場合でも、dummy neuronは確かに +1の要素に対応するニューロン群と同期して発火し

ていることが確認できる。

ここで注意すべきなのは、図 35 のような同期度が低い場合において、dummy neuron は +1 に対応する

ニューロン群の真ん中あたりの時刻で発火するとは限らず、その端にあたる時刻で発火することもあり得ると

いうことである。これに関連して、4つの銘記パターン全てにおいて +1であるような要素は図 36中の黄緑

色の点で示すように 16個存在するが、これらの要素に対応するニューロン群は図 15や図 17のような定常状

態において、(PSI の値に関わらず) 必ず位相のレベルまで同期しているようである。そしてより詳細にみる

と、dummy neuronは図 37のように定常状態においては必ずこのニューロン群と完全に位相を揃えて発火す

るようである。これは、dummy neuron に対応する dummy component が 4 つの銘記パターン全てにおい

て +1であることと関係していると考えられる。

尚、図 33において各銘記パターンに追加する dummy componentの値を全て-1に変えれば、それに対応す

る dummy neuronは-1の要素に対応するニューロン群と必ず同期して発火する。この場合の dummy neuron
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図 34 dummy neuronを含めたラスタープロット (同期度が高い場合)

図 35 dummy neuronを含めたラスタープロット (同期度が低い場合)

図 36 4つの銘記パターン全てにおいて +1であるような要素
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図 37 dummy neuronの挙動の詳細 (同期度が低い場合)

図 38 -1の要素に対応するニューロン群と同期する dummy neuronを含めたラスタープロット

への結合荷重Wdummy,i は、相関学習の式 15に x1
dummy = x2

dummy = x3
dummy = x4

dummy = −1を代入する

ことで、

Wdummy,i = −1

p

p∑
u=1

xu
i (p = 4, 1 ≤ i ≤ N = 256) (23)

と設定すればよい。このような dummy neuronを追加したときのラスタープロットは、図 38のようになる。

ピンク色で示された dummy neuron の発火時刻は、確かに-1 の要素に対応するニューロン群と同期してお

り、さらに図 37で見たのと同じように、「4つの銘記パターン全てにおいて-1であるような要素」に対応する

ニューロン群 (黄色で示されている)とは位相まで完全に揃っていることが見て取れる。
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4.2 center neuronと reference neuron

次節で上記の 2つめの操作 (同期度の高い状態への変換)について述べるための前準備として、本節では 2

つの特別な役割を持つニューロンを新たにネットワークに追加する。これらのニューロンはもとの連想記憶

ネットワーク中の全てのニューロンとの間に結合を持ち、一方的に入力 (シナプス電流 Is)を受け取る。以下、

これらのニューロンをそれぞれ「center neuron」および「reference neuron」と呼ぶ。図 39および図 40は、

それぞれ図 15および図 17の「想起に成功した状態」に対応する、center neuronと reference neuronを加え

たラスタープロットである。これらの図に示されているように、想起に成功した状態において、center neuron

は「交互に発火する 2つのニューロン群それぞれの中心ぐらいの時刻」に発火し、一方で reference neuronは

「交互に発火する 2つのニューロン群の間に存在する、どのニューロンも発火しない空白期間」に発火するよ

うに設定される。

ここからは、まず center neuronがこのように動作する仕組みについて説明する。「交互に発火する 2つの

ニューロン群それぞれの中心ぐらいの時刻」に center neuron を発火させるためには、適切な結合荷重を設

定することで「2つのニューロン群それぞれの中心ぐらいの時刻において大きな値をとり、2つのニューロン

群の間の空白期間において小さな値をとる」ような刺激入力 Istim を作り出し、それによって center neuron

を刺激すればよい。連想記憶ネットワーク中の各ニューロンは発火すると図 11のような波形のシナプス電流

Is を放出する。図 41の黒色と白色の線は、図 17のような状態におけるいくつかのニューロンのシナプス電

流 Is の波形を示したものである (黒/白の色はこのとき想起されている銘記パターンに基づいて付けられて

いる)。Is = 0 の直線上に打たれた点は、それぞれの波形に対応する発火時刻を示している。この波形から

も、+1の要素に対応するニューロン群と-1の要素に対応するニューロン群が交互に発火している様子が見て

取れる。オレンジ色の線はネットワーク中の全ニューロンのシナプス電流の平均をとった波形である。多くの

ニューロンが集中して発火する期間とどのニューロンも発火しない空白期間が交互に繰り返されるのに対応し

て、この平均の波形は 2つのニューロン群それぞれの中心ぐらいの時刻 (実際には少し遅れている)で最高値

をとり、それらの間の空白期間において最低値をとっているのがわかる。よって、この平均の波形の振幅を適

当に調整し、それによって center neuronを刺激すれば、上記のような時刻に発火させることが可能である。

つまり、center neuronへの刺激入力 Icenterstim は、

Icenterstim = A ·
( 1

N

N∑
i=1

Iis

)
=

N∑
i=1

(A

N

)
· Iis

(
∴ Wcenter,i =

A

N

)
(24)

のように計算される。正の係数 A は適切に選択される。図 42 のオレンジ色の線は式 24 によって作られる

center neuronへの刺激入力 Icenterstim の波形を、ピンク色の線はそれにより刺激された center neuronの膜電

位 v の波形を示している。2つのニューロン群それぞれの中心ぐらいの時刻において刺激入力が大きな値をと

るのに応じて膜電位も急上昇し、発火しているのが見て取れる。

reference neuronの動作原理も同じような発想に基づいている。今度は、適切な結合荷重を設定することで

「2つのニューロン群の間の空白期間において大きな値をとり、2つのニューロン群それぞれの中心ぐらいの時

刻において小さな値をとる」ような刺激入力 Istim を作り出し、それによって reference neuron を刺激すれ

ばよい。図 41の黄色の線は先ほどのオレンジ色の波形を-1倍した波形であり、空白期間において最高値をと

り、2つのニューロン群それぞれの中心ぐらいの時刻 (実際には少し遅れている)で最低値をとっている。ただ

し、このままでは常に負の値をとっているため、一定値のバイアス (外部入力)を加え、さらに適切に振幅を
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図 39 center neuronおよび reference neuronを含めたラスタープロット (同期度が高い場合)

図 40 center neuronおよび reference neuronを含めたラスタープロット (同期度が低い場合)

調整する。つまり、reference neuronへの刺激入力 Ireferencestim は、

Ireferencestim = B ·
(−1

N

N∑
i=1

Iis

)
+ C =

N∑
i=1

(−B

N

)
· Iis + C

(
∴ Wreference,i =

−B

N

)
(25)

とすればよい。正の係数 B,C は適切に選択する。図 43 の黄色の線は式 25 によって作られる reference

neuronへの刺激入力 Ireferencestim の波形を、紫色の線はそれにより刺激された reference neuronの膜電位 v の

波形を示している。空白期間において刺激入力が大きな値をとるのに応じて膜電位も急上昇し、発火している

のが見て取れる。
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図 41 連想記憶ネットワーク中の各ニューロンのシナプス電流 Is およびその平均、-1倍した平均の波形

(同期度が低い場合)

図 42 連想記憶ネットワーク中の各ニューロンのシナプス電流 Is、center neuronへの刺激入力 Istim お

よびその膜電位 v の波形 (同期度が低い場合)

図 43 連想記憶ネットワーク中の各ニューロンのシナプス電流 Is、reference neuronへの刺激入力 Istim

およびその膜電位 v の波形 (同期度が低い場合)
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図 44 anti-synchronizedな状態にある発火パターンの同期度を高めるためのネットワーク構造

4.3 同期度を高めるネットワーク

図 17 のような同期度 (=PSI) の低い発火パターンを 2 値のパターンとして解釈するためには、上述の

dummy neuronに加え、何らかの追加のネットワーク構造を通すことによって同期度を高め、図 15のような

発火パターンに変換する必要がある。本節では前節の内容を踏まえ、そのような「発火パターンの同期度を高

める」ためのネットワークについて述べる。

まず、ネットワーク構造としては図 44のような構造を用いる。つまり、全ニューロンに共通して作用する

ニューロンとして前節で導入した「center neuron」、「reference neuron」の 2 つを用い、さらにもとの連想

記憶ネットワーク中の 1つ 1つのニューロン (以下、説明の簡便のために original neuronと呼ぶ)に対して

「delay neuron」「inhibitory neuron」「output neuron」の 3 つを用意する (よって、これらのニューロンは

256ニューロンずつ用意することになる)。図中の矢印は信号の流れる向きを表しており、黄緑色の矢印が興

奮性の結合、赤色の矢印が抑制性の結合を表している。最終的に 256個の output neuron群が、「もとの連想

記憶ネットワークの同期度に関わらず」高い同期度で周期発火することになる。もとのネットワークの発火パ

ターンの同期度がもともと高いときにも、このネットワーク構造は正しく動作する。

さて、前節で述べた center neuron と reference neuron の挙動を利用して「同期度を高める」ための基本

的なアイデアは以下のようになる。まず、(図 44からも分かるように)各 original neuronは自分自身および

center neuron、reference neuron から発火履歴に相当する情報を受け取って処理を進める。ここで、center

neuronおよび reference neuronはネットワーク全体の発火の様子を個々のニューロンに伝えるような役割を

果たす。「同期度を高める」ためには、個々のニューロンがこれらの情報をもとに「自分はどちらのニューロ

ン群に属するのか」を判断し、その結果に応じて「center neuronの 1回おきの発火時刻」に合わせて発火を

起こすような仕組みを作ればよい。図 45は、図 40の状態に対応する「同期度を高めるネットワーク」の出力

(図 44の output neuron群のラスタープロット)である。この仕組みに従い、個々の output neuronは、「対

応する original neuronが属さない方のニューロン群」に対応する center neuronの発火時刻から少し遅れた
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図 45 図 40の状態に対応する「同期度を高めるネットワーク」の出力 (図 44の output neuron群のラスタープロット)

時刻に発火している。

ここからは、図 44のネットワーク構造によって上記のアイデアを実現する手法の詳細を述べる。図 46は、

図 40の状態においてともに +1を想起している 2つの original neuronを例として取り出し (それぞれ上段お

よび下段)、それぞれに対応する delay neuron、inhibitory neuron、output neuronおよび reference neuron、

center neuronとともに示したラスタープロットである。もとのネットワークにおいて、上段のニューロンは

「+1を想起しているニューロン群」の中で比較的早い時刻に発火しているのに対し、下段のニューロンは同じ

集団の中で比較的遅い時刻に発火している。reference neuron の連続する 2 つの発火時刻に挟まれた時間範

囲を「区間」と呼ぶこととすると、オレンジ色で示される output neuronは (上でも述べたように)対応する

original neuronの発火時刻が含まれる区間の次の区間に発火しており、その発火時刻は上下段においてほぼ

完全に揃っている (同期している)。

delay neuronはその名が示す通り、対応する original neuronの発火時刻から少し遅れて発火するという役

割を持つ (図 46において、そのようになっていることを確認できる)。このようなタイミングで発火を起こす

には、図 44にも示されているように、対応する original neuronだけから興奮性の入力 (=シナプス電流 Is)

を受け取ればよい。つまり、i番目の delay neuronへの刺激入力 I
i(delay)
stim は、

I
i(delay)
stim = D · Ii(original)s (26)

のように計算される (D は正の係数)。

次に、各 inhibitory neuronは図 44のように、reference neuronから興奮性の入力を受け取り、対応する

original neuronおよび delay neuronから抑制性の入力を受け取る。つまり、i番目の inhibitory neuronへ

の刺激入力 I
i(inhibitory)
stim は、

I
i(inhibitory)
stim = E · Ireferences − F · Ii(original)s −G · Ii(delay)s (27)

のように計算される (E,F,Gは正の係数)。図 47は、この式 27によって表される inhibitory neuronの動作

原理を各種ニューロンの波形によって表したものである。下段の 3つの Is の波形から式 27に従って計算され

た Iinhibitorystim の波形が上段の茶色の点線であり、これにより刺激された inhibitory neuronの膜電位の波形が
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図 46 +1を想起している 2つのニューロンを例にとった、「同期度を高めるネットワーク」の動作原理を

示すラスタープロット

赤色の実線である。それぞれの Is の波形はそのニューロンの発火時刻に対応した周期的なピーク (山のような

波形)を持っている。original neuronが一度発火してから次にまた発火するまでの間に reference neuronは

2回発火するが、このうち「original neuronの発火の直後に起こる方の発火」に対応する波形のピーク (図中

で suppressedと書かれている箇所)が起こそうとする inhibitory neuronの発火は、original neuronと delay

neuron からの抑制性の項によって阻止される。一方で、「その次に起こる方の発火」に対応する波形のピー

ク (remain と書かれている箇所) は 3 つのニューロンの発火タイミングの関係から抑制性の項の影響をあま

り受けないため、このピーク時刻に対応して inhibitory neuronは発火する。このように、対応する original

neuron がどちらのニューロン群に属するかに応じて reference neuron の波形のピークが起こそうとする発

火を 1 回おきに阻止する、というのが inhibitory neuron の動作原理であるが、図 46 の上段の例のように

「original neuronの発火時刻」と「その直後の reference neuronの発火時刻」が大きく離れている場合には、

original neuron からの抑制だけでは発火を阻止できない。delay neuron を導入するのは、このような場合

にも発火を確実に阻止するためである。しかし一方でこの副作用として、図 46の下段の例のように original

neuronと直後の reference neuronの発火時刻が近い場合に、「阻止したくない方の発火」にまで少し抑制の

影響が及んでしまい、結果として inhibitory neuron の発火時刻が対応するピーク時刻 (=reference neuron

の発火時刻)からそこそこ遅れてしまう、ということが起こるため、inhibitory neuron群の時点ではまだ完全

な同期は起こらない。図 48は、図 40の状態に対応する inhibitory neuron群のラスタープロットである。確

かにまだ完全な同期は起こっていないが、各区間においてどの original neuronの発火時刻もその区間内での

center neuronの発火時刻より少し先に来ている。このことは、これ以降に述べる output neuronの動作原理

において重要な意味を持つ。

最後に、output neuronは図 44のように center neuronから興奮性の入力を受け取り、対応する original

neuronから抑制性の入力を受け取る。つまり、i番目の output neuronへの刺激入力 I
i(output)
stim は、

I
i(output)
stim = K · Icenters − L · Ii(inhibitory)s (28)

37



図 47 図 44における inhibitory neuronの動作原理

図 48 図 40の状態に対応する (図 44の)inhibitory neuron群のラスタープロット

のように計算される (K,L は正の係数)。図 49 は、この式 28 によって表される output neuron の動作原理

を各ニューロンの波形によって表したものである。下段の 2 つの Is の波形から式 28 に従って計算された

Ioutputstim の波形が上段の茶色の点線であり、これにより刺激された output neuronの膜電位の波形がオレンジ

色の実線である。inhibitory neuronが一度発火してから次にまた発火するまでの間に center neuronは 2回

発火するが、このうち「inhibitory neuron の発火の直後に起こる方の発火」に対応する Is の波形のピーク

(図中で suppressedと書かれている箇所)が起こそうとする output neuronの発火は inhibitory neuronから

の抑制性の項によって阻止され、「その次に起こる方の発火」に対応する波形のピーク (remainと書かれてい

る箇所)によって output neuronは発火する。これが上記のアイデアにおける「center neuronの 1回おきの

発火時刻に合わせて output neuronが発火を起こす」ことに対応する。上述のように inhibitory neuronの発

火時刻は center neuronの「抑制をかけたい方の」発火時刻の少し前に必ず来ているので、先ほどの図 47の

場合のように遅れて発火するニューロンを導入する必要はない。よって、inhibitory neuronの動作原理にお
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図 49 図 44における output neuronの動作原理

けるような副作用は起こらず、式 28で計算される I
i(output)
stim の波形には center neuronの「抑制を受けない

方の」ピークの波形がほぼそのまま残る。従って、どの output neuronもこのような共通したピーク波形を

受けて発火を起こすため、output neuronの発火時刻は図 45のようにほぼ完全に同期する。

尚、上記では説明の簡便のために省略したが、上記の原理を効果的に動作させるために、図 44 のネット

ワーク構造における各結合の箇所ごとにシナプス電流 Is の減衰の速さを決めるパラメータ β の調整も行って

いる。「同期度を高めるネットワーク」に関連する各種のパラメータの値は、本論文の末尾の付録に記載した。

本手法の妥当性を検証するため、図 12の 4つの銘記パターンそれぞれをベースとして 10%、20%、30%の

エラーを入れた入力パターンを 100通りずつ (合計で 100× 3× 4 = 1200通り)生成し、それらを入力として

もとの連想記憶ネットワークで想起を行った。十分な時間の経過後には 1200通り全てにおいて銘記パターン

のどれかが正しく想起され、この状態では図 44の 256個の output neuron群の「PSI」および「4つの銘記パ

ターンそれぞれとの overlapのうちで最大のもの」は必ず 0.95を越えている、つまり確かに同期度が高まっ

ているということが確認された。

4.4 想起に失敗するケースの分類

この節では、SNN上での連想記憶において想起に失敗したときに発生する現象に関して行った調査の結果

を述べる。ここでまず、成功/失敗について議論するためには、どのような時に「想起に成功」したと呼ぶの

かを定義しなければならない。ある入力パターンを考えると、それと図 12の 4つの銘記パターンそれぞれと

のハミング距離を測ることができる。「ハミング距離の尺度において、入力パターンに最も近い銘記パターン」

を「真の銘記パターン」と呼ぶこととすれば、(第 2章でも述べたように)連想記憶ネットワークの挙動として

直感的に最も望ましいのは、真の銘記パターンが想起される (それに対応する anti-synchronizedな状態に到

達する)ことだと考えられる。銘記パターンの 1つにある割合のエラーを加えることで作成された入力パター

ンの場合、エラー率が 10%や 20%だとほぼ必ず真の銘記パターン (つまり入力パターン作成の際のベースと

した銘記パターン)が想起されるが、エラー率が 30%程度になると、「真の銘記パターンとは別の、銘記パター

ンのうちの 1つ」が想起されることが時々ある。つまり、真の銘記パターンが銘記パターン 1であるような入
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力パターンを与えたにも関わらず、銘記パターン 4が想起された (それに対応する anti-synchronizedな状態

に到達した)、というようなケースである。このような挙動は直感的にはあまり望ましくないが、本研究にお

いてはこのようなケースも「想起に成功」したケースに含めることとする。つまり、以下のように定義する。

定義 1. 「想起に成功する」とは、「銘記パターンのいずれかが想起される」こと、つまり「発火パターンが銘

記パターンのいずれかに対応する anti-synchronizedな状態に到達する」ことである。

この定義のもとで「想起に成功しない」ケース、つまり「どの銘記パターンも想起されない」ケースにはどの

ようなものがあるかを調査するため、銘記パターンにエラーを入れるのではなくランダムに生成した 100000

通りの入力パターンを用いて想起を行ってみた。(尚、入力パターンの生成方法の性質上、この 100000通りの

パターンが全て互いに異なるとは限らず、重複は存在し得る。) このとき、想起を開始してから十分時間が経

過した後に 4つの銘記パターンそれぞれとの overlap(式 18)の一定時間の平均値を計算したうえで、「そのう

ち最大のものが 0.8を越えており、かつ、発火パターンが 4つの銘記パターンのうちのどれか 1つとして正し

く解釈できた」ケースは想起に成功していると判断し、そうでないケースでの挙動を詳細に調査した。

その結果、100000 通りのうちの 2809 通りのケースが「想起に成功していない」と判断された。つまり、

たとえランダムに生成した (銘記パターンのどれにもあまり近くないような)入力パターンを与えても、多く

の場合には銘記パターンのどれか 1 つが正しく想起されたということである。そして、「想起に成功しない」

ケースにおいても発火パターンは必ず何らかの (どの銘記パターンにも対応づけられない)定常状態、つまり

各ニューロンが何らかの決まった周期で周期発火し続ける状態 (以下、「望ましくない定常状態」と呼ぶことと

する)に到達し、さらに、そのような「望ましくない定常状態」は大きく以下のような 2つのタイプに分類で

きるということが分かった。

タイプ 1 各ニューロンが 2種類の発火周期のうちのどちらかで発火する (2種類の発火周期が共存する)状態

タイプ 2 全ニューロンが同じ発火周期で発火する状態

また、詳細に発火パターンを観察することで、これらの 2つのタイプはそれぞれ、さらにいくつかのサブタイ

プに分類できるようだということが分かった。以下、それぞれについて詳細を述べる。

4.4.1 タイプ 1の「望ましくない定常状態」

図 50は、タイプ 1の「望ましくない定常状態」における各ニューロンの発火周期の例を示したものであり、

横軸にニューロンのインデックスを、縦軸に発火周期をとっている。この例では、約 0.036秒の長い発火周期

をもつニューロン群 (192ニューロン)と、約 0.025秒の短い発火周期をもつニューロン群 (64ニューロン)が

共存していることが見て取れる。尚、同じタイプ 1の状態でも、どのニューロンが長い (あるいは短い)方の

発火周期のニューロン群に含まれるかはその時与えた入力パターンによって異なり、2つのニューロン群それ

ぞれに含まれるニューロンの数もその時々で異なる。上記の 100000通りの入力パターンのうち、2081通りが

このタイプの定常状態に到達した。また、発火パターンがタイプ 1の状態に到達したケースにおいて、長い発

火周期のニューロン群に +1を、短い発火周期のニューロン群に-1をそれぞれ割り当ててパターンとして解釈

してみると (対応関係は逆でもよい)、このパターンは必ず図 12の 4つの銘記パターン全てと直交していた。

図 51は、図 50のケースに対応するラスタープロットである。長い周期で発火するニューロン群をオレン

ジ色の点で、短い周期で発火するニューロン群を青色の点で示している。このケースでは、短い発火周期の

ニューロン群はさらに 2つの同期した集団に分かれて anti-synchronizedな状態で発火しているが、長い発火

周期のニューロン群では各ニューロンはばらばらな位相で発火していることが見て取れる。このような状態
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図 50 タイプ 1の「望ましくない定常状態」における各ニューロンの発火周期の例

図 51 タイプ 1-1の「望ましくない定常状態」におけるラスタープロットの例

を、タイプ 1-1と呼ぶこととする。図 52は、図 50および図 51のケースに対応する PSI(全体、長い周期の

ニューロン群のみ、短い周期のニューロン群のみ、のそれぞれで計算した 3種類)と overlapの時間変化を示

している。上記の発火パターンに対応し、短い周期のニューロン群のみの PSIは 1に近く、長い周期のニュー

ロン群のみの PSIはほぼ 0になっている。また、2種類の発火周期が共存しているにも関わらず、ネットワー

ク全体の PSIも 0.7秒あたりから一定値を保っている。これは、PSIの式 17における全ニューロンに関する

総和を「長い周期のニューロン群のみに関する総和」と「短い周期のニューロン群のみに関する総和」とに分

解でき、このうち前者が定常的にほぼ 0になるためだと考えられる。また、overlapも 0.7秒あたりから一定

値を保っており、4つの銘記パターンそれぞれとの overlapは全て同じ値となっている。

図 53と図 54はタイプ 1の状態に到達した別のケースにおけるラスタープロット、および PSIと overlap

の時間変化を示している。このケースでは、短い発火周期のニューロン群は全ニューロンが同期して発火し

ており、長い発火周期のニューロン群では 2つの集団が anti-synchronizedな状態で発火している。このよう

に、長い周期のニューロン群と短い周期のニューロン群の両方がそれぞれ同期した位相で発火しているような
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図 52 タイプ 1-1の「望ましくない定常状態」における PSIと overlapの時間変化の例

図 53 タイプ 1-2の「望ましくない定常状態」におけるラスタープロットの例

状態をタイプ 1-2と呼ぶこととする。(尚、短い周期のニューロン群が 2つの anti-synchronizedな集団に分か

れている場合もあり、そのようなケースもこのタイプに含める。)このタイプでは、長い周期のニューロン群

のみ、短い周期のニューロン群のみの PSIがともに 1に近い値をとっている。その結果、上記のように PSI

の式 17 を 2 つの項に分解した際に、それぞれの項が異なる周期で振動しているため、ネットワーク全体の

PSIは一定値にはならず、一定の周期で振動し続けている。また、4つの銘記パターンそれぞれとの overlap

は図 52のケースと同様に全て同じ値に収束している。

この調査で確認された 2081通りのタイプ 1の状態は全て、タイプ 1-1またはタイプ 1-2のどちらかに分類

された。
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図 54 タイプ 1-2の「望ましくない定常状態」における PSIと overlapの時間変化の例

4.4.2 タイプ 2の「望ましくない定常状態」

図 55は、タイプ 2の「望ましくない定常状態」における各ニューロンの発火周期の例を示したものである。

この例では、全ニューロンが同一の約 0.037秒の発火周期をもっていることが見て取れる。上記の 100000通

りの入力パターンのうち、728通りがこのタイプの定常状態に到達した。

図 56は、図 55のケースに対応するラスタープロットである。anti-synchronizedな状態で発火している 2

つの (同数のニューロンを含む)ニューロン群が見て取れるが、2つのニューロン群のどちらかに +1を、もう

一方に-1 を割り当てて 2 値のパターンとして解釈してみても、図 12 の 4 つの銘記パターンのどれとも一致

しないため、銘記パターンのどれかが想起されているわけではない。ただ、そのようにして解釈された 2 値

のパターンは、4 つの銘記パターンのうちのどれか 1 つだけ (このケースでは銘記パターン 3) と直交してい

る。このような状態をタイプ 2-1と呼ぶこととする。図 57は、図 55および図 56のケースに対応する PSIと

overlapの時間変化を示している。タイプ 2の状態では全ニューロンの発火周期が等しいので、PSIと overlap

は一定の値に収束している。また、4 つの銘記パターンそれぞれとの overlap のうち、銘記パターン 3 との

overlapだけが 0に収束している。これは、上で述べたように図 56の発火パターンから解釈された 2値のパ

ターンが銘記パターン 3とだけ直交していることに対応していると考えられる。

図 58と図 59はタイプ 2の状態に到達した別のケースにおけるラスタープロット、および PSIと overlap

の時間変化を示している。このケースでも anti-synchronizedな状態で発火している 2つのニューロン群が見

て取れるが、2つのニューロン群に含まれるニューロンの数は等しくない (この例では片方の群に 234ニュー

ロンが、もう一方の群に 22ニューロンが含まれている)。2つのニューロン群に +1および-1を割り当てて 2

値のパターンとして解釈してみると、得られたパターンは 4つの銘記パターン全てと直交している。このよう

な状態をタイプ 2-2と呼ぶこととする。このケースでも PSIおよび overlapは一定値に収束しているが、4つ

の銘記パターンそれぞれとの overlapは全て 0になっている。これも、発火パターンから解釈された 2値のパ

ターンが 4つの銘記パターン全てと直交していることと対応していると考えられる。

図 60はタイプ 2の状態に到達した、さらに別のケースにおけるラスタープロットである。このケースでは、

全てのニューロンが完全に位相を揃えて周期発火している。このような状態をタイプ 2-3と呼ぶこととする。

図 61もまた、タイプ 2の状態に到達した、さらに別のケースにおけるラスタープロットである。このケー

スでは、同数のニューロンを含むそれぞれ同期した 4つの集団が一定の順番で繰り返し発火している。このよ
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図 55 タイプ 2の「望ましくない定常状態」における各ニューロンの発火周期の例

図 56 タイプ 2-1の「望ましくない定常状態」におけるラスタープロットの例

図 57 タイプ 2-1の「望ましくない定常状態」における PSIと overlapの時間変化の例
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図 58 タイプ 2-2の「望ましくない定常状態」におけるラスタープロットの例

図 59 タイプ 2-2の「望ましくない定常状態」における PSIと overlapの時間変化の例

うな状態をタイプ 2-4と呼ぶこととする。

この調査で確認された 728通りのタイプ 2の状態は全て、タイプ 2-1からタイプ 2-4までの 4つのどれか

に分類された。
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図 60 タイプ 2-3の「望ましくない定常状態」におけるラスタープロットの例

図 61 タイプ 2-4の「望ましくない定常状態」におけるラスタープロットの例

4.5 「望ましくない定常状態」を検出する手法

この節では 4.4節での調査結果に基づき、想起に失敗した状態、つまり「望ましくない定常状態」の発生を

検出する手法を提案する。4.4節で述べたように、「望ましくない定常状態」はタイプ 1とタイプ 2の 2種類

に分類され、タイプ 1とタイプ 2の状態はそれぞれ、さらにいくつかのサブタイプに分類される。タイプごと

に状態の性質は大きく異なるので、1つの手法で全てのタイプの「望ましくない定常状態」を検出することは

あまり現実的ではない。ここでは、これらのうちのタイプ 1、タイプ 2-2およびタイプ 2-3の状態を検出する

手法として、2つの異なるアプローチによる手法を提案する。
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図 62 想起に成功した状態および「望ましくない定常状態」における発火周期の分布 (ヴァイオリンプロット)

4.5.1 発火周期の違いに着目した手法

1つめの手法では、「想起に成功した定常状態」と「望ましくない定常状態」における各ニューロンの発火周

期の違いに着目してその検出を行う。図 62は、こうした様々な定常状態におけるニューロンの発火周期の分

布を示した図である。この図はヴァイオリンプロットと呼ばれ、横軸に示された定常状態のタイプごとに、多

数の入力を用いたシミュレーションから得られた発火周期の値の頻度分布を縦方向に示している (図中の nは

分布をとったサンプル数)。尚、タイプ 1の状態に関しては、長い方の周期をもつニューロン群と短い方の周

期をもつニューロン群で分けて分布を示している。この図より、それぞれの状態において、とり得る発火周期

の値はある程度決まっているということが分かる。つまり、例えばタイプ 1の状態における短い方の周期や、

タイプ 2-2やタイプ 2-3における周期の値は、0.025秒付近のある 1つの値しかとり得ないということである。

そしてその値は、想起に成功した状態での発火周期がとり得る 0.04秒付近の値とは比較的大きく離れている。

よって、この違いに着目してタイプ 1、タイプ 2-2およびタイプ 2-3の「望ましくない定常状態」を検出する

ことが可能である。

この手法では、発火周期 (つまり発火周波数)の違いを検出するために、クラス 2ニューロンのもつ周波数

選択性という特性を利用する。これは、クラス 1ニューロンにはない特性である。よって、まずはこれについ

て説明する。図 4や図 8で述べたように、クラス 1とクラス 2のどちらにおいても、刺激電流 Istim の値が小

さいときには位相平面上に静止状態に対応する安定な固定点が存在し、パルス刺激などによって固定点を離れ

た位相平面上の状態点はベクトル場に従ってやがて再び固定点に戻ってくるが、この時クラス 2においてのみ

subthreshold oscillationと呼ばれる減衰振動が観測される。この subthreshold oscillationの存在により、ク

ラス 2のニューロンは図 63のような周波数選択性を示す [2]。図 63は、様々な間隔 (つまり周波数)で到着す

るパルス刺激に対するクラス 2のニューロンの応答を位相平面上の軌道と膜電位の波形を対応させて示したも

のである。パルス刺激の間隔が長すぎても短すぎてもニューロンは発火せず、中ぐらいの間隔で到着するパル

ス刺激に対してのみ発火が起こっている。唯一発火を引き起こしている中段の図では、あるパルスによって引

き起こされた subthreshold oscillationが位相平面上でちょうど一周したぐらいのタイミングでその次のパル

スが到着し、状態点を v ナルクラインから大きく離れた位置に押しやることで効果的に膜電位を上昇させてい

ることがわかる。一方で、パルス刺激の間隔が subthreshold oscillationの周期と比べて長すぎたり短すぎた

りすると、v の値が減少しつつあるタイミングで次のパルスが到着するため、効果的に膜電位を引き上げられ
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図 63 クラス 2のニューロンモデルの周波数選択性

ていない。よって、subthreshold oscillationの周期とおおよそ同じくらいの間隔で到着するパルス刺激のみ

が発火を引き起こしうる、つまり「選択される」ということになる。

さて、このようなクラス 2の周波数選択性を利用した具体的な検出方法としては、図 64の左側のように、

もとの連想記憶ネットワーク中の 1 つ 1 つのニューロンに対して対応する 1 つのクラス 2 ニューロンを用

意する。そして、各クラス 2 ニューロンはもとの連想記憶ネットワーク中の対応するニューロンとの間にの

み結合をもち、入力 (シナプス電流 Is) を受け取る。さらに、全てのクラス 2 ニューロンに対し、(刺激電流

Istim = 0のもとで)タイプ 1の状態における短い方の発火周期 (図 62より 0.025秒程度)を「選択」するよ

うに調整したパラメータを一律に付与する。検出方法は、以下のようになる。

1. 連想記憶ネットワークがタイプ 1の「望ましくない定常状態」にあるとき、「短い方の周期で発火して

いるニューロンに対応するクラス 2ニューロン」だけが周期発火する。

2. 連想記憶ネットワークがタイプ 2-2またはタイプ 2-3の「望ましくない定常状態」にあるとき、全ての

クラス 2ニューロンが周期発火する。

3. 連想記憶ネットワークが「想起に成功した状態」にあるとき、どのクラス 2ニューロンも発火しない。

以下では、クラス 2 ニューロンのパラメータを調節する手順について述べる。上述のように、クラス 2

ニューロンが選択する周期 (つまり周波数)は、安定固定点 (v ナルクラインと nナルクラインの交点)まわり

での subthreshold oscillation(減衰振動)の周期 (周波数)とおおよそ等しくなる。[21]におけるオリジナルの
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図 64 「望ましくない定常状態」を検出する 2種類の手法におけるネットワーク構造

パラメータ設定において、Istim = 0のときのナルクラインの交点の座標を (v0, n0)とすると、この点は v ナ

ルクラインを定める関数 g(v)の区分を分けている v = rよりも左側にあり、この交点におけるヤコビ行列は、

A =

(
∂F
∂v (v, n) ∂F

∂n (v, n)
∂G
∂v (v, n) ∂G

∂n (v, n)

)∣∣∣∣
(v,n)=(v0,n0)

=
1

τ

(
2ϕan(v0 + bn) −ϕ
2kn(v0 − pn) −1

)
(29)

と表される。このヤコビ行列の固有値を λとすると、固有方程式は

λ2 − 1

τ
{2ϕan(v0 + bn)− 1}λ+

2ϕ

τ2
{kn(v0 − pn)− an(v0 + bn)} = 0 (30)

となり、これより固有値は

λ =
2ϕan(v0 + bn)− 1

2τ
±

√
8ϕ{kn(v0 − pn)− an(v0 + bn)} − {2ϕan(v0 + bn)− 1}2

2τ
i (31)

と求められる。この固有値の虚部が subthreshold oscillationの角周波数 ωとなることから、その周期 T はお

およそ

T ≈ 2π

ω
=

4πτ√
8ϕ{kn(v0 − pn)− an(v0 + bn)} − {2ϕan(v0 + bn)− 1}2

(32)

と求められる。オリジナルのパラメータ設定においてこの周期 T を計算してみると、T ≈ 0.02秒程度の値と

なる。それに対して、今回選択したい「タイプ 1の状態における短い方の発火周期」は 0.025秒程度であるか

ら、パラメータを調整することで T の値を大きくすることを考える。どのパラメータの値を変えてもよいの

だが、今回は式 32においてシンプルな形で入っている (つまり、値を変化させることによる T への影響が分

かりやすい)kn の値を変更する。オリジナルのパラメータ設定では kn = 4.0であるので、(他のパラメータの

値は v0 も含めて全て固定したうえで)これを少し小さくして kn = 3.125とすると、T ≈ 0.0264 程度の値に

なる。よって、まず kn = 3.125と変更したうえで、この変更によって不都合が生じないように他のいくつか

のパラメータの値もあわせて変更する。具体的な手順としては、

1. kn = 3.125と変更する。

2. 1.の変更によってナルクラインの交点の位置 (v0, n0)が変わらないように、qn の値を変更する。

3. 1.および 2.の変更を加えたうえで、(v = rの左側と右側でそれぞれ別の式で表される)nナルクライン

の両側が「連続かつ滑らかに」接続するように、kp と qp の値を変更する。
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図 65 オリジナルおよびパラメータ調整後のナルクライン

とする。手順 3.では、具体的には「v = rにおける nの値が左側と右側で等しい」かつ「v = rにおける傾き

が左側と右側で等しい」という条件を課す。つまり、{
kn(r − pn)

2 + qn = kp(r − pp)
2 + qp

2kn(r − pn) = 2kp(r − pp)
(33)

とする。結果的に、オリジナルのクラス 2のパラメータ群から kn, qn, kp, qp の 4つのパラメータの値を変更

することとなり、変更後の値はそれぞれ

kn = 3.125, qn = −1.174186642, kp = 12.5, qp = −0.681836382 (34)

となる。図 65はオリジナルおよびパラメータ調整後のナルクラインを示している。変更した 4つのパラメー

タは n ナルクラインにしか関係しないので、n ナルクラインの形状のみが変化している。v ナルクラインと

の交点の位置 (v0, n0)は、パラメータ調整の前後で変化していない。図 66はオリジナルおよび調整後のパラ

メータを用いたクラス 2の DSSNモデルに単発のパルス状の刺激を与えたときの subthreshold oscillationの

波形を示している。左の図がオリジナルの、右の図が調整後のパラメータでの結果を示している。振動の周期

は確かに左の図では 0.02秒程度に、右の図では 0.026秒程度になっていることが見て取れる。

上記のように特性を調整されたクラス 2ニューロンは、もとの連想記憶ネットワーク中の対応する 1つの

ニューロンからシナプス電流 Is を受け取る。このシナプス電流のダイナミクスは式 13で表されるが、上述の

クラス 2 ニューロンの周波数選択性は基本的には一定の間隔で到着するインパルス状の入力を想定したもの

であるから、シナプス電流の波形をインパルス状の波形に近づけるため、式 13におけるパラメータ β の値を

[21]におけるオリジナルの値より少し大きくして β = 500とすることで減衰の時定数を短くする。また、連想

記憶ネットワーク中のニューロンから対応するクラス 2ニューロンへの結合荷重の値は、全て一律にW = 0.3

とする。

図 67は、もとの連想記憶ネットワークがタイプ 1の状態にあるときの、もとのネットワーク中のニューロン

から発せられるシナプス電流およびそれを入力として受け取るクラス 2ニューロンの膜電位の波形を示してい

る。左図がもとのネットワークにおいて長い発火周期を持つニューロン、右図が短い発火周期を持つニューロ

ンに対応する。左図ではシナプス電流の波形のあるピークによって引き起こされた subthreshold oscillation
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図 66 もとのパラメータおよび変更後のパラメータ設定における subthreshold oscillation

図 67 クラス 2ニューロンを用いた、長い発火周期と短い発火周期の識別

において膜電位が減少しつつあるタイミングで次のピークが到着しているため膜電位を大きく引き上げられ

ず、クラス 2ニューロンは発火していない。一方で右図では、subthreshold oscillationの周期とシナプス電

流の波形のピークが到着する間隔がほぼ一致しているため、クラス 2ニューロンは共振を起こして発火してい

る。このようにして、短い周期で発火するニューロンから入力を受け取るクラス 2 ニューロンだけが選択的

に発火する。また、連想記憶ネットワークがタイプ 2-2または 2-3の状態にあるときには、図 62より全ての

ニューロンが 0.025秒程度の発火周期をもつため、それに対応して全てのクラス 2ニューロンが発火する。一

方で、想起に成功した状態においては、全てのニューロンがタイプ 1の状態における長い方の周期と同程度の

発火周期をもつため、それに対応してどのクラス 2ニューロンも発火しない。

図 68および図 69は、それぞれタイプ 1-1およびタイプ 2-2の状態における、もとの連想記憶ネットワーク

(上段)とそこから入力を受け取る同数の検出用クラス 2ニューロン群 (下段)のラスタープロットの例を示し

ている。図 68においては短い周期で発火するニューロンから入力を受け取るクラス 2ニューロンだけが、図

69においては全てのクラス 2ニューロンが、連想記憶ネットワーク中の対応するニューロンの発火時刻から

少し遅れて周期発火していることが確認できる。4.4節の調査で確認された全てのタイプ 1、タイプ 2-2およ

びタイプ 2-3の状態を、この手法によって検出できることを確認した。
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図 68 クラス 2ニューロンを用いた、タイプ 1-1の状態の検出の例

図 69 クラス 2ニューロンを用いた、タイプ 2-2の状態の検出の例
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図 70 タイプ 1の状態における、長い周期のニューロンと短い周期のニューロンの v および Istim の波形

4.5.2 刺激入力 Istim の波形に着目した手法

2つめの手法では、「望ましくない定常状態」において発生する各ニューロンへの刺激入力 Istim の特殊な波

形に着目してその検出を行う。上述のように、連想記憶ネットワークにおいて各ニューロンは刺激入力 Istim

を受け取り、その膜電位 v を変化させる。Istim は式 14 のように、「他のニューロンからのシナプス電流 Is

の荷重和」と「外部から実験者が与える電流 Iext」の 2つの成分からなり、「想起に成功した定常状態」にお

いては図 16や図 18のような波形となっている。一方で、図 70はタイプ 1の「望ましくない定常状態」にお

ける、長い周期を持つニューロン (上段)と短い周期を持つニューロン (下段)の v および Istim の波形を示し

ている。この図を見ると、長い周期のニューロンへの Istim の波形は図 18と似たような波形で v の周期 (発

火周期)と等しい周期で振動しているのに対し、短い周期のニューロンへの Istim の波形はほぼ定常電流のよ

うになっていることが分かる。つまり、上記の 2つの成分のうち、(シミュレーション開始直後以外は定値刺

激となっている)外部入力の成分しかほぼなく、他のニューロンからのシナプス電流 Is の荷重和の成分は定常

的にほぼ 0になっている、ということである。Istim がこのような特殊な波形になる理由は今のところ解明で

きていないが、上記の 100000通りのランダム入力を用いたシミュレーションで観測された全てのタイプ 1の

状態において、短い周期を持つ全てのニューロンの Istim がこのような波形になっていた。さらに、同じく観

測された全てのタイプ 2-2およびタイプ 2-3の状態において、ネットワーク中の全ニューロンの Istim がこの

ような波形になっていた。「発火周期の違いに着目した手法」の節でも述べたが、タイプ 2-2およびタイプ 2-3

の状態においては、全ニューロンが「タイプ 1の状態における短い方の発火周期」と同じ値の発火周期を持っ

ている (図 62)。よって、詳細は今のところ分からないが、この 0.025秒程度の発火周期とこの Istim の特殊

な波形との間に何らかの対応関係があるのではないかと考えられる。

さて、この現象がタイプ 1、タイプ 2-2およびタイプ 2-3の状態においては必ず成り立っていると仮定する

と、これを利用してこれらの「望ましくない定常状態」を検出する手法を考えることができる。具体的には、

図 64の右側のように、もとの連想記憶ネットワーク中の 1つ 1つのニューロンに対して、対応する 1つの検

出用クラス 1ニューロンを用意する。そして、各検出用ニューロンをもとの連想記憶ネットワーク中の対応す

るニューロンの Istim の「他のニューロンからのシナプス電流の荷重和」の成分だけで刺激する。つまり、各
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図 71 Istim の波形に着目した検出方法の原理 (もとの連想記憶ネットワーク中のニューロン (左)および

それに対応する検出用ニューロン (右)の、v および Istim の波形)

検出用ニューロンはもとの連想記憶ネットワーク中の全てのニューロンとの間に結合をもち、対応するニュー

ロンが他のニューロンから受けている結合と全く同じ荷重値を検出用ニューロンへの各結合に対して設定す

る。そして、各検出用ニューロンへの外部からの入力 Iext は常に 0とする。この手法が働く原理を示したの

が図 71である。左側にはタイプ 1の状態における長い周期のニューロンと短い周期のニューロンの、右側に

はそれぞれに対応する検出用ニューロンの v および Istim の波形を示している。図の右側の検出用ニューロン

への Istim の波形を左側の波形と見比べると、外部からの入力 Iext の成分がない分だけ垂直下方向にシフトし

た波形になっていることが分かる。長い周期のニューロンでは「シナプス電流の荷重和」の成分は ±両方向
にわたって (発火周期と等しい周期で)振動しているため、対応する検出用ニューロンはそれに合わせて周期

発火しているが、短い周期のニューロンでは上記のようにこの成分が定常的にほぼ 0になっているため、対応

する検出用ニューロンは発火していない。つまり、長い周期のニューロンに対応する検出用ニューロンのみが

発火することになる。加えて、上述の様々なタイプの状態における Istim の波形の観察を踏まえると、この手

法による検出方法は以下のようになる。

1. 連想記憶ネットワークがタイプ 1の「望ましくない定常状態」にあるとき、「長い方の周期で発火して

いるニューロンに対応する検出用ニューロン」だけが周期発火する。

2. 連想記憶ネットワークがタイプ 2-2またはタイプ 2-3の「望ましくない定常状態」にあるとき、どの検

出用ニューロンも発火しない。

3. 連想記憶ネットワークが「想起に成功した状態」にあるとき、全ての検出用ニューロンが周期発火する。

図 72 は、タイプ 1-2 の状態における、もとの連想記憶ネットワーク (上段) とそこから入力を受け取る同

数の検出用クラス 1ニューロン群 (下段)のラスタープロットの例を示している。上記のように、長い方の周

期で発火するニューロンから入力を受け取る検出用ニューロンだけが、連想記憶ネットワーク中の対応する

ニューロンの発火時刻から少し遅れて周期発火していることが確認できる。4.4節の調査で確認された全ての
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図 72 Istim の波形に着目した、タイプ 1-2の状態の検出の例

タイプ 1、タイプ 2-2およびタイプ 2-3の状態を、この手法によって検出できることを確認した。

5 結論

本研究では、SNN上での連想記憶を実行する電子回路モジュールを作成するという将来的な目的に向けて、

そのデジタルコンピュータとの間のインターフェース部分に関するいくつかの手法を提案した。

まず、想起が成功した場合の anti-synchronizedな発火パターンを 2値の出力パターンに変換するための手

法として、dummy neuronおよび同期度を高めるネットワークを提案した。同期度を高めるネットワークに

よって交互に発火する 2つのニューロン群それぞれの同期度を高めたうえで、+1の要素に対応するニューロ

ン群と同期する dummy neuronの発火時刻をクロックとして、2値の出力パターンを正しく取り出すことが

できると考えられる。ただ、今回提案した同期度を高めるネットワークは、もとの連想記憶ネットワークの

ニューロン数に対して 3倍程度の追加のニューロン数を必要とする。今後の課題として、さらなる低消費電力

化のために、より少ないニューロン数で同期度を高められる仕組みを考案する必要がある。

また、想起が失敗した時に発生する現象の調査を行い、銘記パターンセットのどれにも対応づけられないよ

うな「望ましくない定常状態」が存在すること、およびそれが大きく 2つのタイプに分類できることを発見し

た。ただ、この結果はあくまでも限られた回数のシミュレーション実験に基づいたものであるので、これら 2

つのタイプのどちらにも該当しないような「望ましくない定常状態」が存在しないとは必ずしも言い切れな

い。今後の課題として、今回発見されたタイプの「望ましくない定常状態」がどのようにして発生するのかと

いうことも含めた理論的な解析が必要である。

また、今回発見された「望ましくない定常状態」のうちのいくつかのタイプを検出する手法として、2つの異

なるアプローチに基づいた手法を提案した。刺激電流 Istim の特殊な波形に着目した手法は、クラス 2ニュー
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ロンを用いる手法と比べて綿密なパラメータ調整が不要だという利点があるが、「望ましくない定常状態」に

おいてこのような特殊な刺激電流の波形が発生する理由は明らかにできておらず、この点に関する理論的な解

析が必要である。また、クラス 2 ニューロンを用いた手法において今回は手動でパラメータの調整を行った

が、より汎用性を高めるためには、生体に倣って各クラス 2ニューロンが正しく検出を行えるパラメータを自

律的に獲得していくような仕組みを考える必要がある。最後に、今回提案した検出方法では、4.4節で述べた

「望ましくない定常状態」のうちのタイプ 1、タイプ 2-2およびタイプ 2-3(図 62を参照)の状態を検出できる

が、タイプ 2-1およびタイプ 2-4の状態は検出できない。よって、これらの状態を検出するための手法を今後

考える必要がある。
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付録 A 各種パラメータの値

表 2 DSSNモデルおよびシナプスのパラメータの値

Param. class1 class2 class2(modified) Param. class1 class2 class2(modified)

an 8.0 8.0 8.0 ap 8.0 8.0 8.0

bn 0.25 0.25 0.25 bp 0.25 0.25 0.25

cn 0.5 0.5 0.5 cp 0.5 0.5 0.5

kn 2.0 4.0 3.125 kp 16.0 16.0 12.5

pn -0.3125 -0.5625 -0.5625 pp -0.21875 -0.21875 -0.21875

qn -0.705795601 -1.317708517 -1.174186642 qp -0.6875 -0.6875 -0.681836382

ϕ 1.0 0.5 0.5 τ 0.003 0.003 0.003

r -0.205357142 -0.104166 -0.104166 I0 -0.205 -0.23 -0.23

α 83.3 β 333.3

表 3 へブ学習のパラメータの値

Param. A+ A− τ+ τ− Wmax Wmin

Value 0.015625 0.01171875 0.01125 0.0225 1 -1

表 4 「同期度を高めるネットワーク」に関連するパラメータの値

Param. A B C D E F G K L

Value 8.0 8.0 0.5 0.35 1.0 0.8 1.0 1.0 1.0
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表 5 「同期度を高めるネットワーク」の各結合の箇所ごとの、シナプス電流のパラメータ αおよび β の値

Connection α β

original → center 83.3 333.3

original → reference 83.3 333.3

original → delay 83.3 333.3

original → inhibitory 83.3 200.0

delay → inhibitory 83.3 250.0

reference → inhibitory 83.3 333.3

inhibitory → output 83.3 220.0

center → output 83.3 500.0
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