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概 要

技術の発達により人や情報が激しく行き交う中で，より多くの人が，より多くの

情報にアクセスするためには，言葉の壁は大きな問題である．機械に言葉を翻訳さ

せる機械翻訳は，これに対する解決方法の一つで，言語知識の無い人でも，その言

語を介した情報を扱うことを可能にする．

深層学習を利用したニューラル機械翻訳（NMT）は，従来の句に基づく統計的機

械翻訳を上回る翻訳精度を実現し，現在，多くの機械翻訳システムに採用されてい

る．しかしながら，実用的には，翻訳支援用途において翻訳者を必須としていたり，

近年普及してきたスマートフォンのアプリの用途においても学習データ量の不足が

問題となっているなど，未だ発展途上の技術である．

NMTの登場以降，そのモデル構造についての研究が進められ，現在までに様々

な構造を持つNMTモデルが提案されている．しかしながら，多様化したNMTモ

デル間の比較は，標準的な評価指標に基づく翻訳精度による数値評価に留まってお

り，また，その翻訳精度の向上幅も減少傾向にある．実用的な機械翻訳の実現のた

めには更なる高精度化が必要であり，NMTモデル間の構造の差異がもたらす影響

について分析することは，今後のモデル改善のために重要な課題である．

本研究では，NMTモデルの改善を目的として，NMT登場初期から広く用いられ

ている再帰型ニューラルネットワーク に基づくNMTモデルと，現在主流となりつ

つある自己注意機構に基づくNMTモデルという 2種類のNMTモデルに注目し，比

較実験を通して，これらの構造の差異による影響を明らかにする．また，比較実験

においては，2種類のNMTモデルが共にエンコーダとデコーダの 2つの構成素から

成り立つことを利用し，エンコーダとデコーダを交換したモデル（スワップモデル）

も比較対象として加えることで，より詳細な比較分析を行う．
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第1章 はじめに

1.1 機械翻訳の需要と普及

旧約聖書のバベルの塔の話に記されるように，言葉の壁は，古来からコミュニケー

ションにおける大きな障害として認識されてきた．技術の発達により，人の移動，

更には情報の移動が激しさを増す中，対面での人とのコミュニケーションだけでな

く，インターネット上のテキストデータなどの活用において，情報獲得及び情報発

信における言葉の壁の解決，つまり，知識のない言語を通した情報理解の重要性が

高まっている．

機械翻訳は，言葉の壁の解決方法の一つで，機械に言葉を翻訳させることで，言

語知識の無い人でも，その言語で書かれた情報を理解可能にするという手法である．

機械翻訳のアイディアは，1947年に Warren Weaver と Nobert Wiener との手紙の

やり取りの中で世界で初めて議論され，それから 50年以上が経過した今，機械翻訳

は手法を進化させながら，実世界での実用段階に達しつつある．

深層学習を利用したニューラル機械翻訳 (Neural Machine Translation; NMT)は，

現在最も広く用いられている機械翻訳の手法である．2014年にChoら [1]，Sutskever

ら [2]が提案して以来，それまで最良であった句構造に基づく統計的機械翻訳 (Phrase-

Based Statistical Machine Translation; PBSMT) を上回る性能を実現し，現在，多

くの機械翻訳システムに採用されている．しかしながら，そのような機械翻訳の手

法の進化による翻訳性能の向上がありつつも，専門の翻訳家による翻訳ほどの高品

質な翻訳は実現が難しく，また，場合によっては言語知識が無い人でも気づくよう

な誤りをする場合などもあり，機械翻訳は，実用的には未だに発展途上であるとい

える．
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1.2 本研究の目的と得られた知見

機械翻訳の実用例としては，まず，翻訳支援が挙げられる．翻訳支援において機

械翻訳による翻訳は，翻訳者が後編集（ポストエディット）を行うための草稿とし

て用いられる．ポストエディットにおける機械翻訳は，あくまで翻訳者の支援に留

まっており，逆に捉えれば，機械翻訳による翻訳が，実用には未だ不十分な精度で

あることを示している．

また，翻訳者の支援に留まらず，Web上で無料で利用可能なGoogle翻訳1やBing

Microsoft Translator 2 は現在広く一般に利用されており，近年のスマートフォンの

普及により，機械翻訳アプリの開発及び普及も進んでいる．2018年の平昌オリンピッ

クでは，通訳・翻訳アプリ「Genie Talk」が大会の公式アプリとして採用され3，また日

本でも，情報通信研究機構 (National Institute of Information and Communications

Technology; NICT)が音声翻訳アプリ「VoiceTra 4」を無料で公開しており，2020年

の東京オリンピックに向けて，NICTは総務省と共同で，機械翻訳の更なる高精度

化のために大規模な翻訳データの収集を始めている5．国の行政機関による翻訳デー

タの収集は，機械翻訳が実用段階に至っている，もしくは至りつつあることを示す

と同時に，依然，高精度化のための研究開発の余地があることも示している．

1.2 本研究の目的と得られた知見

2014年のNMTの登場以降，NMTモデルの構造についての研究が進められ，現

在までに様々な構造を持つ NMTモデルが提案されている．PBSMTと NMTの比

較研究は多く，翻訳精度を始め，殆どの観点において PBSMTに対するNMTの優

位性が確認されている一方で，多様化したNMTモデル間の比較は，標準的な評価

指標 (BLEUスコア [3])に基づく翻訳精度の数値評価に留まっており，またその翻訳

精度の向上幅も減少傾向にある．しかしながら，1.1で述べたように，実用的な機械

1https://translate.google.com/
2https://www.bing.com/translator
3https://en.yna.co.kr/view/AEN20180129007000320
4http://voicetra.nict.go.jp/
5http://www.soumu.go.jp/menu_news/s-news/01tsushin03_02000220.html
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1.2 本研究の目的と得られた知見

翻訳の実現のためには更なる高精度化が求められており，翻訳精度においておよそ

拮抗するNMTモデル間の構造の差異がもたらす影響について分析することは，今

後のモデル改善のために重要な課題である．

そこで，本研究では，今後のモデル改善による翻訳精度の向上を目的として，NMT

登場初期から広く用いられている再帰型ニューラルネットワーク (Recurrent Neural

Network; RNN) に基づくNMTモデル（本研究ではこれに Luongら [4]のモデルを

採用し，以降では特にこれを seq2seqと呼ぶ）と，現在主流となりつつある自己注

意機構に基づくNMTモデル (Transformer) [5] という 2種類のNMTモデルに注目

し，比較実験を通して，これらの構造の差異による影響を明らかにする．また，比

較実験においては，Chenら [6]の研究を参考に，seq2seqとTransformerが共にエン

コーダとデコーダの 2つの構成素から成り立つことを利用し，エンコーダとデコー

ダを交換した 2種類のモデル（スワップモデル）も比較対象として加え，エンコー

ダ・デコーダレベルでの詳細な比較分析を行う．

実験では，seq2seq，Transformer，そしてそれらの 2つのスワップモデルの合計 4

種類の NMTモデルを対象に，3種類のデータセットによる英日翻訳タスクを通し

て，比較及び分析を行う．具体的に，以下に挙げる観点について実験を行う．

1. 自動評価による翻訳結果の比較

2. 翻訳結果に基づく比較

3. 学習データ量と精度の関係

4. ドメイン外データセットでの精度

5. 翻訳原文の文長と精度の関係

以上の実験から得られた知見を以下にまとめる．なお，数字は，上記の実験と対

応していない．

1. エンコーダとデコーダの組み合わせにより，モデルの機能（得意とする問題）

は変わる．
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1.3 本論文の構成

2. Transformerのエンコーダ・デコーダの影響力は強く，2つのスワップモデル

は共に，翻訳結果及び学習データ量に対する翻訳性能において，seq2seqより

もTransformerに類似する．

3. Transformerのエンコーダ・デコーダどちらかのみをNMTモデルに含めるこ

とで学習が効率化され，少ない学習データでの翻訳精度が向上する．

4. ビームサーチはデコーダと関連が強く，Transformerのデコーダはビームサイ

ズを大きくした時に精度の低下が少ない．

5. ドメイン外の翻訳についてははどのモデルにも優位性はなく，モデル構造以外

でのアプローチが必要である．

6. 長文の翻訳ではエンコーダの影響が大きく，特に学習データが少ない場合は

seq2seqのエンコーダが優れ，学習データが十分にある場合はTransformerの

エンコーダが優れる．

7. 出力文長の制御ではデコーダの影響が大きく，seq2seqのエンコーダは，不適

切な文を出力しつつも，Transformerのデコーダよりも適切な長さの文を出力

する．

1.3 本論文の構成

以降の本論文の構成は以下の通りである．

第 2章　本研究と関連する，NMTと SMTの比較研究，多様な構造のNMTモデ

ルの研究，そしてNMTモデルの分析研究について述べる．

第 3章　本研究の前提となる基礎知識について述べる．

第 4章　本研究の分析が基づく seq2seqとTransformerの構造の違い，また比較に

導入したスワップモデルについて述べる．
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1.3 本論文の構成

第 5章　本研究の主な目的である seq2seqとTranformer，およびそれらのスワップ

モデルの比較のための実験および分析を行う．

第 6章　全体のまとめと今後の課題について述べる．
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第2章 関連研究

本章では，1.2で触れた本研究を位置づける関連研究について，その概要を述べる．

2.1 NMTとSMTの比較

NMTの登場以来，従来主流であった統計的機械翻訳 (Statistical Machine Trans-

lation; SMT) はNMTとの比較対象となっている．

特にNMTとSMTの違いを分析した研究としては，Bentivogliら [7]，Toralら [8]，

Koehnら [9]の研究が挙げられる．

Bentivogliら [7]は，NMT [10]と 3種類の SMT（句と構文に基づくモデル [11]，

階層的な句に基づくモデル [12]，句に基づくモデル [13] ）を対象に，文長毎や文書

単位での翻訳精度の比較に加え，形態，語彙，語順に関しての誤り分析を行い，全

てにおいてNMTが優れていることを示した．また同時に，NMTについて，やや長

文に弱い傾向があること，そして深い言語理解が必須な語彙の語順的な誤りがある

ことを示した．

Toralら [8]は，9種類の原言語・目的言語のペアに対してWMT16 (First Conference

on Machine Translation) に提出された中で最も精度が高いNMTとPBSMTを用い

て比較を行い，NMTと PBSMTの翻訳結果が大きく異なることを始め，NMTが

PBSMTに比べ，より流暢な翻訳を出力すること，より語順の変更が多いこと，そ

して，語尾変化や語順の誤りがより少ないことを示した．また，Bentivogliらとや

や異なる分析結果として，NMTが，ある文長を境としてそれを超える長文の翻訳

においてPBSMTに劣ること，また語彙的な誤りについてはPBSMTと大きな違い

はないことを示した．
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2.2 NMTモデルの構造の多様化

Koehnら [9]は，NMT [14]と PBSMT [15]の比較を行い，NMTについて，学習

データのドメイン外の翻訳において性能が落ちること，学習データが少ない場合に

PBSMTに劣ること，一部の語尾変化由来の低頻度語等に弱いこと，長文に弱いこと，

ビームサーチにおいて小さいビームサイズでしか精度が向上しないことを示した．

その他にも，対訳データの量が限られている英語とアイルランド語の翻訳におけ

る SMTとNMTの比較をした研究 [16]や様々なドメイン間での比較をした研究 [17]

なども挙げられる．

これらの研究によって，SMTに対するNMTの優位性がおよそ決定的なものと示

されると同時に，SMTとの比較において発見されたNMTが解決できていない問題

も示されている．

2.2 NMTモデルの構造の多様化

最初に登場したNMTモデルは，再帰型ニューラルネットワーク (Recurrent Neural

Network; RNN) に基づくNMTモデルである．当初はエンコーダとデコーダの 2つ

のRNNから構成される単純な構造 [1,2]であったが，後に，デコーダの内部にエン

コーダの出力を利用するための注意機構 [4,14] が提案され，旧来のPBSMTを上回

る翻訳精度を実現した．2.1で述べたNMTと SMTの比較研究において，後者の注

意機構付きのRNNに基づくNMTモデルがNMTとして採用されている．（seq2seq

という表現は，現時点ではこの注意機構付きの RNNに基づく NMTモデルを指す

表現であるが，1.2で述べたように，本研究では，この中の Luongら [4]のモデルを

比較実験に採用するため，以降では特にこれを seq2seqと呼ぶ．）

言語の特徴をより上手く捉えること等を目的として，注意機構付きの RNNに基

づくNMTモデルの構造に変更を加える研究は非常に多く，エンコーダに改変を加

えた研究 [18–20]，そしてデコーダに改変を加えた研究 [18, 21–24]などに大分する

ことができる．

RNNには系列処理に前の時刻の計算結果を必要とするという処理速度上のボト

ルネックがある．Gehringら [25]はこれに注目し，RNNの代わりに並列処理による
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2.3 NMTモデルの分析と比較

高速化が可能な畳み込みニューラルネットワーク (Convolutional Neural Network;

CNN)を用いたNMTモデル (ConvS2S)を提案した．ConvS2Sはその狙い通り，Wu

ら [26]による大規模な注意機構付きのRNNに基づくNMTモデルと比較して，推

論時においておよそ 10倍以上の高速化を達成しただけでなく，モデルがもつ階層構

造により，階層的に単語間関係を捉えることでより高い翻訳精度を達成した．

Vaswaniら [5]は，RNNや CNNに基づくこれまでの NMTモデルを複雑だとみ

なし，注意機構のみに基づくシンプルな NMTモデル (Transformer)を提案した．

TransformerはRNNやCNNの代わりとして自己注意層を利用しており，CNNと同

じく並列処理による高速化が可能である上に，CNNのカーネルサイズによる参照先

の制限は無いため，各単語間を直接的に処理することでConvS2Sを更に上回る翻訳

精度を達成した．

Chenら [6]は，さらなる翻訳精度の向上を目指し，これまでのNMTを組み合わせ

たモデル (RNMT+)を提案した．RNMT+は実質的には seq2seqと Transformerを

組み合わせたモデルになっており，RNNを内部に持つことから処理速度の高速化が

難しいが，学習時にモデルを並列に用意することでTransformer並の処理速度を実

現し，また，翻訳精度についても，これまでのモデルを上回った．

2.3 NMTモデルの分析と比較

上記のように，現在，NMTモデルの構造の多様化が進んでいるが，しかしなが

ら一方では，それらのモデル間の比較は自動評価指標 (BLEUスコア)に基づく数値

評価に留まっており，また，精度の向上幅も減少傾向にある．そのような状況の中

で，NMTモデルを分析，またNMTモデル同士の比較をする研究が行われている．

Dingら [27]は，注意機構付きのRNNに基づくNMTモデル [14] を対象として，

可視化を通したNMTモデルの解釈を行い，この，モデルの注意機構だけでは原文と

翻訳文の単語の対応を捉えきれないことや，RNNの層によって扱う情報が異なるこ

と示した．一方で，Lakewら [28]はRNNに基づくNMTモデル [2]とTransformer

の 2つのモデルについて，通常の 1言語対翻訳だけでなく，多言語翻訳，さらに多
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2.3 NMTモデルの分析と比較

言語翻訳において目的の言語対の対訳データを与えないゼロショット翻訳の各タス

クにおいて比較し，翻訳精度だけでなく，詳細な誤り分析においても Transformer

が優れていることを示している．

9



第3章 基礎知識

3.1 ニューラル機械翻訳モデル

本節では，Luong らによる注意機構付きの RNN に基づく NMT モデルである

seq2seq [4]と，自己注意機構に基づく NMTモデルである Transformer [5]につい

て，それぞれのエンコーダとデコーダの構造及び両モデルの違いについて述べる．

なお本研究では，RNNに基づくNMTモデルには，Bahdanauらのモデルと Luong

らのモデルの 2つを比較する事前実験を行い，より精度の高かった Luongらのモデ

ルを採用した．

以降の説明の参考として，一部簡略化した seq2seqと Transformerのエンコーダ

とデコーダについてのモデル構造の概要図を図 3.1 に示す．

3.1.1 Seq2seq

エンコーダは埋め込み層とRNN層から構成され，原言語のトークン列x = (x1, ..., xM)

を入力とし，エンコーダの各時刻の隠れ状態 h = (h1, ..., hM) 及び，RNNの最終隠

れ状態 hfinal = hM を出力する．各時刻の隠れ状態 hiは一時刻前の出力 hi−1と現時

刻の入力 xiから，以下の式で計算される．

hi = RNN(hi−1,Emb(xi)) (3.1)

ここで，RNNはRNN層，Embは埋め込み層である．

RNNとしては，その一種である LSTM [29]や GRU [30]等が用いられる．エン

コーダには順方向のRNNと逆方向のRNNを組み合わせた双方向RNNが使われる

10



3.1 ニューラル機械翻訳モデル
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図 3.1: seq2seqとTransformerのモデル構造の概要図

ことが多く，また，RNNを複数重ねた多層RNN層が使われることが多い．この場

合，RNNの最終隠れ状態 hfinal は，各層及び双方向の全てのRNNの最終状態を連

結したものを用い，またエンコーダの各時刻の隠れ状態 h としては，最終層の隠れ

状態のみがデコーダへと渡される．なお，図 3.1では hfinalは省略してある．

デコーダは，エンコーダの各時刻の隠れ状態 h 及び，RNNの最終隠れ状態 hfinal

を入力とし，目的言語のトークン列y = (y1, y2, ..., yN)を出力する．デコーダのRNN
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3.1 ニューラル機械翻訳モデル

の隠れ状態はエンコーダの RNNの最終隠れ状態 hfinal を用いて初期化し，各出力

トークン yiの確率分布は以下の式で計算される．

hi = RNN(hi−1, [Emb(yi−1); h̃i−1]) (3.2)

ci = Attention(hi,h) (3.3)

h̃i = tanh(Wc[ci;hi]) (3.4)

p(yi|y1:i−1,h) = softmax(Wsh̃i + bs) (3.5)

ここで，文脈ベクトル ci はエンコーダの隠れ状態の重み付け和で，Attention(·)は
その重みを決める関数である．h̃i は Input-feedingと呼ばれる機構のためのもので，

デコーダのRNNの隠れ状態に加えて，Attention(·)以降の計算結果も次の時刻へ渡
す役割を持つ．

3.1.2 Transformer

Vaswaniら [5]が提案したTransformerは，エンコーダ，デコーダともに，埋め込

み層と位置情報を付加する層を先頭に一層だけ持ち，以降は 6層のサブレイヤーを

組み合わせた層を，直列に複数重ねた構造となっている．

エンコーダは原言語のトークン列 x = (x1, x2, ..., xM) を入力とし，同系列長のエ

ンコーダの出力 s = (s1, s2, ..., sM) を出力する．エンコーダの一つの層は，自己注意

層とフィードフォワード層の 2つのサブレイヤーで構成され，また各サブレイヤー

の直後には，その層への入力を出力と足し合わせる Residual Connection層，及び

層の出力を正規化する Layer Normalizaion層が付随する．（以降この 2つの連続す

る層をまとめてRC-LN層と呼ぶ．）自己注意層は，一つのベクトルをいくつかのベ

クトルへ分解して別々に処理を行うMulti-headという仕組みを採用している．以上
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3.1 ニューラル機械翻訳モデル

の演算は以下の式で表される．

xpos = PosEnc(Emb(x)) (3.6)

xself attn = MultiHeadAttention(xpos,xpos) (3.7)

xsa norm = LayerNorm(xself attn + xpos) (3.8)

xff = W2 max(0,W1xnorm1 + b1) + b2 (3.9)

xff norm = LayerNorm(xff + xnorm1) (3.10)

ここで，PosEnc(·)は位置情報の付加層，MultiHeadAttenion(·)はMulti-headの仕

組みを持つ注意層，LayerNorm(·)はLayer Normalizaion層である．式（3.7）から式

（3.10）までが直列に層を重ねる際の一層に相当し，最終層の xff normがエンコーダ

の出力 s となる．

デコーダは，エンコーダの出力 s とその時点で出力済みの目的言語のトークン列

y1:i−1 を入力とし，一時刻シフトしたトークン列 y2:i を出力する．デコーダの一つの

層は，自己注意層とフィードフォワード層の間に，エンコーダの出力への注意層を

追加した 3つのサブレイヤーで構成され，エンコーダと同様に各サブレイヤーの直

後には，RC-LN層が付随する．ただし，デコーダの自己注意層は，入力系列に対し

て，過去のみに注意を張るようマスクがされ，エンコーダとはやや異なる仕組みに

なっている．また，出力トークンの確率分布の計算には，seq2seqと同様に，Softmax

層を使用する．エンコーダには存在しないエンコーダの出力への注意層とその直後

のRC-LN層，及び Softmax層は次の式で計算される．

yattn = MultiHeadAttention(ysa norm, s) (3.11)

yat norm = LayerNorm(yattn + ysa norm) (3.12)

p(y2:i|y1:i−1, s) = softmax(Wsyfinal + bs) (3.13)

ここで，ysa normは自己注意層に付随するRC-LN層の出力で，yat normは続くフィード

フォワード層及び付随するRC-LN層の入力となる．また，yfinalは最終層のyff norm

である．
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第4章 本研究の分析の観点

4.1 構造の違い

seq2seqとTransformerの違いの一つは，入力系列に対する位置情報の扱いである．

seq2seqはRNNを用いているため，系列データを逐次的にRNNに入力することに

より，相対的な位置関係を扱っている．一方で，Transformerは位置情報の付加層

を独立に設けており，絶対的な位置に基づいて定数を入力に加算している．この点

において，相対位置を扱う seq2seqの方が，絶対位置を扱うTransformerに比べ，汎

用的な性能を持つことが予想される．そのため，学習データが少ない長文の翻訳に

おいては，seq2seqが優れることが予想される．

注意機構の構造も大きく異なる．seq2seqには自己注意機構は存在せず，入力系列

データにおける前後の情報の処理は，RNNの隠れ状態の遷移にのみ依存し，入力系

列の各要素間の距離が，そのまま処理における距離となる．また，デコーダからエ

ンコーダの出力への注意機構は，一時刻の処理に付き，一度きりかつ一つの文脈ベ

クトルのみを扱う．それに対してTransformerは，自己注意機構によりエンコーダ

については入力全体，デコーダについては過去の出力系列全体へのアクセスが可能

であり，系列の要素間の距離が非常に近い．また，デコーダからエンコーダの出力

への注意機構は一時刻あたり，デコーダの層と同じ数だけエンコーダの出力を参照

する．これらの点においては，seq2seqは扱える情報が局所的に縛られている一方

で，Transformerは縛りのない大域的なアクセスが可能である優位性があり，長文

において離れた単語間の関係を捉えることや，また，深層学習の学習（パラメタの

更新）における誤差伝搬において有利であると考えられる．
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4.2 Seq2seq-Transformerスワップモデル

4.2 Seq2seq-Transformerスワップモデル

本研究では，seq2seqとTransformerについてより詳細な分析を行うために，Chen

ら [6]が導入した互いにエンコーダとデコーダを交換した 2つのスワップモデルを

比較対象として含める．

Chenら [6]はNMTモデルの性能向上を目的として，NMTモデルを組み合わせ

るハイブリッドモデルの一つとして異なるモデルのエンコーダとデコーダを組み合

わせたモデルを導入した．それに対して．本研究では，エンコーダとデコーダを交

換することで，モデル間の違いをエンコーダ，デコーダレベルで分析することを目

的とした．

seq2seqのエンコーダと Transformerのデコーダを組み合わせたモデルは，エン

コーダの出力 h とRNNの最終隠れ状態 hfinal のうち，前者のみをデコーダの入力

とする．

また，Transformerのエンコーダと seq2seqのデコーダを組み合わせたモデルは，

Transformerのエンコーダの出力hをデコーダの入力の一つとするが，この場合，デ

コーダのRNNの隠れ状態の初期化を行う入力が存在しない．しかしながら，5.2.1

の予備実験で示すように，seq2seqのデコーダは RNNの隠れ状態を全て 0で初期

化しても，エンコーダの最終隠れ状態で初期化を行った場合と同等の性能を発揮す

る．よって，このスワップモデルではデコーダの RNNの隠れ状態は全て 0で初期

化した．
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第5章 実験

本章では，seq2seqとTransformer，及び互いにエンコーダとデコーダを交換した

2つのスワップモデルの合計 4つのモデルに対して，英日翻訳タスクを通した比較

実験を行う．なお，以降では便宜的に，エンコーダとデコーダの弁別に基づいて，

seq2seqモデルを SS，seq2seqモデルのエンコーダとTransformerモデルのデコーダ

を組み合わせたスワップモデルを ST，Transformerモデルのエンコーダと seq2seq

モデルのデコーダを組み合わせたスワップモデルをTS，TransformerモデルをTT

と表記する．

行う実験を目的と共に以下にまとめる．

1. 自動評価による翻訳結果の比較

各モデルの基本的な翻訳精度を確認するために，機械翻訳タスクの評価で最も

標準的な自動評価手法を用いた翻訳結果の評価を行う．

2. 翻訳結果に基づく比較

モデル間の類似度を測るために，各モデルの翻訳結果同士の類似度を複数の評

価手法を用いて評価する．

3. 学習データ量と翻訳精度の関係

学習データ量と翻訳精度の関係を明らかにするために，4種類のモデル全てに

対して学習データ量を変化させた学習を行い，評価する．

4. ビームサーチにおける各モデルの精度の変化の比較

ビームサーチによるデコードを行った場合の各モデルの違いを明らかにする

ために，ビームサーチにおける精度の変化を比較する．
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5.1 実験設定

5. ドメイン外データセットでの精度

モデルの違いと学習データのドメイン外の翻訳精度の関係を明らかにするた

めに，各モデルに対して，学習データと異なるデータセットでの翻訳精度の評

価を行う．

6. 翻訳原文の文長と翻訳精度の関係

翻訳文の長さと翻訳精度の関係を明らかにするために，各モデルの翻訳結果

を，原言語文の長さで分割して評価を行う．

7. 学習データの文長を制御した場合の翻訳精度の比較

学習データの文長と翻訳精度の関係を明らかにするために，学習データを文長

に基づいて 3つに分割して各モデルの学習を行い，その翻訳精度を比較する．

5.1 実験設定

5.1.1 NMTモデル

実装には，PyTorch1 (ver. 0.4.1)を用いた．seq2seqについては，Hashimotoら [31]

を参考に，エンコーダには 3層の双方向LSMTを，デコーダには 1層の単方向LSTM

を用い，各LSTMの隠れ状態は 512次元とした．Transformerについては，Vaswani

ら [5]の base model を採用し，エンコーダ，デコーダは共に 6層とし，モデルサイ

ズは 512次元，フィードフォワード層は 2048次元とした．

上記以外のパラメータは全て共通とし，埋め込み層は 512次元，dropoutの確率は

0.2とした．最適化手法にはAdam [32]を用い，初期学習率を 0.0001とした．また，

パラメータ更新時の勾配のノルムに制限を設け，最大値を 3.0とした．ミニバッチサ

イズは基本的に 128とし（データセットにより，一部異なる．5.1.2参照），400,000

ステップの学習を行った．以降の実験では，400,000ステップの学習の中で，10,000

ステップ毎に開発データを用いて自動評価手法であるBLEU [3] による評価を行い，

1https://pytorch.org/
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5.1 実験設定

最も良かったステップのモデルを使用した．なお，Transformerについて Vaswani

ら [5]が採用している学習中の学習率の変更，及び正解データを調整するラベルス

ムージング [33]などの翻訳精度をさらに向上させる手法は，条件を揃えるために本

研究では使用していない．

5.1.2 データセット

本研究では，英日翻訳タスクによる比較実験を行うにあたって，Asian Scientific

Paper Excerpt Corpus (ASPEC) [34]，京都フリー翻訳タスク (KFTT) [35]，Japanese-

English Subtitle Corpus (JESC) [36]，の３つのデータセットを用いた．以降ではそ

れぞれのデータセットの概要と，行った前処理の詳細を述べる．前処理後の学習デー

タ数も含めた各データセットの内訳を表 5.1にまとめる．

表 5.1: データセットの内訳

学習データ数
（オリジナル）

学習データ数
（前処理後）

開発データ数 テストデータ数

ASPEC 3,008,500 1,314,495 1,790 1,812
KFTT 440,288 426,531 1,166 1,160
JESC 3,237,376 3,156,692 2,000 2,001

5.1.2.1 Asian Scientific Paper Excerpt Corpus

Asian Scientific Paper Excerpt Corpus (ASPEC) [34]は，科学技術論文の概要か

ら収集した対訳文からなる大規模な対訳コーパスであり，3,008,500文対の学習デー

タ，1,790文対の開発データ，1,812文対のテストデータから構成される．

テキストデータの前処理は，次のように行った．まず，英語のデータは，Moses2

(ver. 2.2.1) [15] のスクリプトを用いてトークン化及びTruecasingを行い，日本語の

2http://www.statmt.org/moses/
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5.1 実験設定

データはKyTea3 (ver. 0.4.2) [37] を用いてトークン化を行った．以上の処理をした

データに対して，学習データの対訳文のペアについて，どちらかの言語において文

長 50を超えるものを除外した．この結果，学習データは 1,783,817文対となった．

続いて，SentencePiece4 [38] を用いたサブワードへのトークン化を，両言語の

データを結合して行った．この時，分割アルゴリズムは unigramを選択し，語彙数

は 16,000（両言語共有）とした．また，橋本ら [31]の前処理を参考に，学習データ

は先頭から 1,500,000文対までを用い，サブワード化による文長の増加を考慮して，

再び，どちらかの言語において文長 50を超えるものを除外した．この結果，最終的

な学習データは 1,314,495文対となった．

5.1.2.2 京都フリー翻訳タスク

京都フリー翻訳タスク（KFTT） [35]は，京都関連のWikipedia記事を利用した

対訳コーパスからなる翻訳タスクで，440,288文対の学習データ，1,166文対の開発

データ，1,160文対テストデータから構成される．

テキストデータの前処理は，ASPECと同様に，まず，英語のデータはMoses を

用いてトークン化及び Truecasingを行い，日本語のデータはKyTea を用いてトー

クン化を行った．ASPECとは異なり，ここで文長による学習データの除外は行わ

ず，以上の処理をしたデータをに対して，分割アルゴリズムは unigram，語彙数は

16,000（両言語共有）として，SentencePieceによるサブワードへのトークン化を，

両言語のデータを結合して行った．

最後に，文長による学習データの除外を行うにあたって，文長制限を 50に設定し

た場合，学習データが大幅に減少してしまうため，KFTTについては，文長制限を

100とし，同時に学習時のミニバッチサイズを 64とした．このため，3つのデータ

セットの内，KFTTのみミニバッチサイズが異なる．以上の処理により，最終的な

学習データは 426,531文対となった．

3http://www.phontron.com/kytea/
4https://github.com/google/sentencepiece
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5.2 実験

5.1.2.3 Japanese-English Subtitle Corpus

Japanese-English Subtitle Corpus (JESC) [36]は，インターネット上からクロー

ルした映画とTV番組の字幕データを元に作られた大規模な対訳コーパスで，他の 2

つのコーパスと比べて，口語表現が含まれている特徴がある．JESC は，3,237,376

文対の学習データ，2,000文対の開発データ，2,001文対のテストデータから構成さ

れる．

前処理はほぼKFTTと同様である．英語のデータはMosesを用いてトークン化及

びTruecasingを行い，日本語のデータはKyTeaを用いてトークン化を行った．以上

の処理をしたデータに対して，分割アルゴリズムは unigram，語彙数は 16,000（両言

語共有）として，SentencePieceによるサブワードへのトークン化を，両言語のデー

タを結合して行った．

最後に，ASPECと同様に，どちらかの言語において文長 50を超えるものを除外

した．この結果，学習データは 3,156,692文対となった．

5.2 実験

5.2.1 自動評価による翻訳精度の比較

4種類のモデルの各データセットにおける翻訳精度を確認するために，3つのデー

タセットに対してそれぞれNMTモデルの学習を行い，各モデルの翻訳精度を，自動

評価手法であるBLEU [3] とRIBES [39] を用いて評価した．この時，SentencePiece

によるサブワード化されている出力に対して，サブワードマーカー及び単語区切り

は削除し，再度のKyTeaによる分割（以降この処理をKyTeaによる再分割と呼ぶ）

の後に評価を行った．なお，ASPECデータセットに対してのみ，予備実験として，

SSモデルにおいてデコーダの RNNの初期隠れ状態を 0で初期化したモデル，SS*

を追加した．データセット毎の結果とそれぞれのBLEUスコアに対するブートスト

ラップ検定の結果を，表 5.2～5.7 に示す．
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5.2 実験

表 5.2: ASPECにおける各モデルのBLEUスコアとRIBESスコア

SS ST TS TT SS*

BLEU 37.02 39.19 37.74 38.65 36.94

RIBES 82.01 83.33 82.51 83.31 82.17

表 5.3: ASPECにおける各モデルのBLEUスコアに対するブートストラップ検定の
結果（サンプル数：10000）（p-valueについて”>>”: 0.01以下，”>”: 0.05以下，” ”:

0.05以上）

SS ST TS TT

SS

ST >>

TS > <<

TT >> < >>

まず，ASPECを用いた予備実験であるが，表 5.2に示すように，SSと SS*のスコ

アはおよそ同程度であり，また BLEUとRIBESにおいてそれぞれ優劣が逆転して

いる．このことから，SSにおいて，デコーダのRNNの初期隠れ状態を 0で初期化

しても，エンコーダの最終隠れ状態で初期化した場合と同等の性能を発揮すること

が分かる．

Vaswaniら [5]やChenら [6]によって，SSよりTTが翻訳精度において上回るこ

とが示されているが，ASPEC，KFTTについてはそれが再確認された．しかしなが

ら，JESCにおける BLEUスコアでは SSが TTを上回る結果となった．RIBESス

コアにおいては逆転しているため，JESCにおいては SSとTTは同等の翻訳精度と

いえる．

また，STは ASPEC，JESCにおいて最も良く，KFTTにおいても TTに次ぐ 2

番目に良いスコアであり，本研究で比較する 4種類のモデルの中で最も優れた翻訳

精度を出している．TTもASPEC，KFTTにおいては高い精度を出してはいるが，

JESCにおいては SSと同程度で，STに劣る精度である．

21



5.2 実験

表 5.4: KFTTにおける各モデルのBLEUスコアとRIBESスコア

SS ST TS TT

BLEU 28.39 30.20 29.08 31.04

RIBES 75.93 78.56 77.11 78.75

表 5.5: KFTTにおける各モデルの BLEUスコアに対するブートストラップ検定の
結果（サンプル数：10000）（p-valueについて”>>”: 0.01以下，”>”: 0.05以下，” ”:

0.05以上）

SS ST TS TT

SS

ST >>

TS > <<

TT >> < >>

JESCには口語表現が含まれており，逐語翻訳の問題としてはやや特異であり，実

際ブートストラップ検定により，有意差が無いモデル同士のほうが多いことが示さ

れているため，その他の２つのデータセットの結果からTTが SSに対して翻訳精度

において優れるといえる．また，STの翻訳精度が高く，これにより seq2seqのエン

コーダについては，デコーダとの組み合わせによりTransformerのエンコーダより

優れる場合があることが示された．

また，ASPECデータセットについて，4種類のモデルを組み合わせたアンサンブ

ルモデル [40] による翻訳も行った．その結果を表 5.8に示す．

2つのモデルのアンサンブルでは，(ST, TT)のモデルの組み合わせが最もスコア

が高く，(SS, TS)が最も低い．これは，それぞれが単一モデルのスコアでの上位 2

つ同士，下位 2つ同士の組み合わせである．3つのモデルのアンサンブルについて

は，単一モデルでの下位 2つのどちらかを含めない (SS, ST, TT)，(ST, TS, TT)が

最もスコアが高く最もスコアが高い STを含めない (SS, TS, TT)の組み合わせが最

もスコアが低い．しかしながら，TTを含めない (SS, ST, TS)もそれらに比類する
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表 5.6: JESCにおける各モデルのBLEUスコアとRIBESスコア

SS ST TS TT

BLEU 16.60 17.24 16.14 16.36

RIBES 52.62 54.03 52.38 53.53

表 5.7: JESCにおける各モデルのBLEUスコアに対するブートストラップ検定の結
果（サンプル数：10000）（p-valueについて”>>”: 0.01以下，”>”: 0.05以下，” ”:

0.05以上）

SS ST TS TT

SS

ST ∼
TS ∼ <<

TT ∼ < ∼

スコアを出しており，単純に最良モデルである STを含めるか否かが影響している

と考えられる．最後に，全てを用いたアンサンブルモデルであるが，3つのモデル

のアンサンブルモデルと同程度のスコアであり，アンサンブルするモデル数を増や

せば必ずしもスコアが向上するとは限らないことが分かる．

Imamuraら [41]は，小規模なデータセットにおいて，最大 16個までの同一構造

のモデルのアンサンブルを行い，その効果が飽和しないかったことを報告している．

本実験では，大規模なデータセットを用い，最大 4つまでの，構造が異なり，翻訳精

度も異なるモデルのアンサンブルを行ったという違いがあるため，先行研究との比

較は難しい．全てのモデルのアンサンブルはやや翻訳精度が減少する結果とはなっ

たが，モデルをアンサンブルする際には，単一で精度の高いモデルを含めることが

特に効果的であること，また，精度に差があるモデル同士のアンサンブルもおおむ

ね精度向上に貢献することが明らかになった．
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5.2 実験

表 5.8: ASPECにおける4種類のモデルを組み合わせたアンサンブルモデルのBLEU

スコアとRIBESスコア

SS ST TS TT BLEU RIBES

✓ ✓ 40.05 83.61

✓ ✓ 39.23 83.22

✓ ✓ 39.44 83.42

✓ ✓ 40.16 83.69

✓ ✓ 40.19 84.00

✓ ✓ 39.35 83.52

✓ ✓ ✓ 40.54 83.71

✓ ✓ ✓ 40.72 84.01

✓ ✓ ✓ 39.83 83.61

✓ ✓ ✓ 40.47 84.02

✓ ✓ ✓ ✓ 40.65 83.95

5.2.2 翻訳結果に基づく比較

本実験では，各モデルの類似度を，各モデルの翻訳結果の文の相互類似度を通し

て比較する．4つのモデルの相互類似度を考えると，直感的には，エンコーダもし

くはデコーダを共有する，SSと ST，SSとTS，また STとTT，TSとTTの 4つの

ペアが類似し，逆にモデルの構成素を一切共有しない SSと TT，及び STと TSが

最も類似しないと予想される．

翻訳文の相互類似度の評価には，BLEU，文字単位の編集距離，トークン単位の

編集距離，平均単語ベクトルによる文ベクトルの距離，単語ベクトルに基づくWord

Mover’s Distance [42] の 5つの自動評価手法を用いる．なお，生のモデルの出力を

評価するために，KyTeaによる再分割は行わず，SentencePieceによるトークンの

ままで比較を行った．また，単語ベクトルは，gensim (ver. 3.4.0) のword2vecをデ

フォルト設定（窓幅 5のCBOW [43]）で使用し，日本語の学習データを用いて学習

を行った．
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全てのデータセットにおいて，文字単位の編集距離とトークン単位の編集距離に

おけるモデル間の類似度の順位は同じであったため，文字単位の編集距離を除く 4

つの評価手法の結果を，データセット毎に，表 5.9～5.14に示す．

表 5.9: ASPECにおける　翻訳文間の BLEUスコア（左下），及びトークン単位編
集距離の平均（右上）

REF SS ST TS TT

REF 18.9 18.0 18.8 18.1
SS 37.61 12.5 13.1 12.6
ST 39.87 57.86 11.9 10.6
TS 38.23 56.48 59.23 10.7
TT 39.20 57.17 63.54 62.22

表 5.10: ASPECにおける　翻訳文間の文ベクトル距離の平均（左下），及びWord

Mover’s Distanceの平均（右上）

REF SS ST TS TT

REF 9.77 9.30 9.64 9.34
SS 2.93 6.36 6.71 6.39
ST 2.85 2.15 6.12 5.41
TS 2.93 2.24 2.12 5.55
TT 2.85 2.16 1.92 1.96

表 5.11: KFTTにおける　翻訳文間の BLEUスコア（左下），及びトークン単位編
集距離の平均（右上）

REF SS ST TS TT

REF 19.51 18.17 19.42 18.20
SS 30.88 14.96 16.16 15.20
ST 32.96 42.93 14.71 12.75
TS 31.06 40.79 43.67 13.96
TT 33.80 42.89 49.89 46.84
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表 5.12: KFTTにおける　翻訳文間の文ベクトル距離の平均（左下），及びWord

Mover’s Distanceの平均（右上）

REF SS ST TS TT

REF 7.32 6.92 7.23 6.80
SS 2.82 5.81 6.12 5.78
ST 2.66 2.35 5.54 4.96
TS 2.75 2.44 2.22 5.24
TT 2.62 2.32 2.00 2.11

表 5.13: JESCにおける　翻訳文間のBLEUスコア（左下），及びトークン単位編集
距離の平均（右上）

REF SS ST TS TT

REF 8.12 8.18 8.17 8.30
SS 17.07 5.39 5.31 5.44
ST 17.99 35.96 5.10 5.03
TS 16.38 35.94 38.15 4.91
TT 16.81 36.21 41.38 40.54

ASPECについては 5つの評価手法全てにおいて，2モデル間の類似度の順位が同

一となった．KFTTについては，1位から 4位までは全ての評価手法で同順位となっ

たが，5位と 6位については，BLEU，文字単位の編集距離，トークン単位の編集距

離の 3つの評価手法と，文ベクトルの距離，Word Mover’s Distanceの 2つの評価手

法で，SSとTT，SSとTS，が入れ替わる結果となった．また，JESCでは，各モデ

ルのテストデータでの BLEUスコア及びRIBESスコアが低いために各評価手法に

おける類似度の差が小さく，類似度の順位もやや異なる結果となった．

4つのモデルの相互類似度について，エンコーダもしくはデコーダを共有する SS

と ST，SSとTS，また STとTT，TSとTTの 4つのペアが類似し，逆にモデルの構

成素を一切共有しない SSとTT，及び STとTSが最も類似しないと予想をしたが，

以上で示された結果はやや異なっている．構成素を共有する STとTT，またTSと

TTについては直感通り翻訳結果の類似度が高い結果となってはいるが，一方で，同
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表 5.14: JESCにおける　翻訳文間の文ベクトル距離の平均（左下），及びWord

Mover’s Distanceの平均（右上）

REF SS ST TS TT

REF 11.33 11.23 11.49 11.33
SS 5.31 7.31 7.39 7.36
ST 5.30 3.62 6.91 6.51
TS 5.41 3.67 3.45 6.55
TT 5.33 3.68 3.26 3.30

じく構成素を共有する SSと ST，及び SSとTSは類似度が低く，その内 SSとTSに

ついては，一切構成素を共有しない SSとTTよりも低い場合が非常に多い．また，

SSはその他の 3つのモデル全てと類似度が低い傾向があり，一方でその他の 3つの

モデル同士はそれぞれ類似度が高い傾向がある．

参考までに，ASPECデータセットにおいて，SSとその他の 3つのモデルで翻訳

に違いが見える例を表 5.15に示す．この例では，原文の最後の ”... and the network

structure” の 等位接続詞 ”and” が何と接続するかが問題である．正解は”hydrogen

bond”であり，直前の”the water molecules”は不正解である．それぞれのモデルの

翻訳結果を見ると，SSのみが”the water molecules”と接続してしまっており，”水

分子とネットワーク構造”と誤って翻訳している．

以上の結果から，エンコーダ・デコーダの共有が必ずしもモデルの出力の相互類

似度に寄与しないこと，言い換えれば，個別のエンコーダ・デコーダがモデルの出

力に直接的には影響しないことが分かった．このことから，エンコーダ及びデコー

ダは，それぞれ独立して普遍的な機能を保持している訳ではなく，組み合わせによ

り，その機能を変えていると考えられる．

5.2.3 学習データ量に対する翻訳精度の比較

本実験では，学習データ量と翻訳精度の関係における各モデルの比較を行う．

Transformerの注意機構によるネットワーク内の大域的なアクセスが学習を効率化
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表 5.15: ASPECにおける，SSが他の 3つのモデルと異なる翻訳をしている例

原文 to begin with , various properties of water were explained on hydrogen bond in
which the force works among the water molecules and the network structure .

参照訳 水の性質の多様性について,まず,水分子同士の間に働く力である水素結合と,そ
のネットワーク構造について解説した．

SS まず,水分子とネットワーク構造の間に働く水素結合について,水の諸性質を解
説した．

ST まず,水分子間に力が働く水素結合とネットワーク構造について,水の諸特性を
説明した．

TS まず,水の種々の性質について,まず水分子間の力が作用する水素結合とネット
ワーク構造について解説した．

TT まず,水分子間で力が働く水素結合とネットワーク構造について,水の諸特性を
説明した．．

させることで，少ない学習データにおいてもより高い精度が期待できると予想する．

データセットは ASPECのみを対象として，学習に用いる学習データ量につい

て，1,500,000文対（1,314,495）を全て用いる場合のみでなく，先頭から 15,000文対

（14,888），50,000文対（48,955），150,000文対（143,444），500,000文対（459,813）

の場合を加えて，合計 5つの場合に対して各モデルの学習を行い，その翻訳精度を

比較する．なお，各文対数は SentencePieceトークンでの文長を 50で制限する前で

あり，制限後の実際に学習に使用される文対数を括弧内に示した．

翻訳精度の評価には自動評価手法であるBLEUを用い，また，モデルの出力であ

る翻訳文に対しては，KyTeaによる再分割をしてから評価を行った．結果を図 5.1

に示す．

全ての学習データ量の場合に渡って，SSが最も翻訳精度が低く，また，他の 3つ

のモデルと異なる振る舞いをしていることが分かる．Koehnら [9]によって，学習

データ量が少ない場合では，SSがPBSMTに劣ることが示されているが，本実験の

結果から，学習データ量が少ない場合に，SSはその他の 3つのNMTモデルにも劣

ることが示された．また，モデル間の類似度について，5.2.2の実験においても，SS
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図 5.1: 学習データ量に対する各モデルのBLEUスコア

が他の 3つのモデルと異なり，ST，TS，TTが互いに類似した結果を考慮すると，

エンコーダ及びデコーダが，組み合わせによりその機能を変えていることがこの結

果からも考えられる．

モデルの構造由来の違いとして，Transformerのエンコーダ，デコーダの注意機構

の仕組みの影響が考えれられる．Transformerのエンコーダ，デコーダの注意機構

はネットワーク内に大域的なアクセスを可能にしており，学習のための誤差伝搬に

有利であると考えれられる．結果と照らし合わせると，Transformerのエンコーダ，

デコーダのどちらかしらがモデルに含まれる場合には十分な学習の効率化がされて

いると考えられる．結果としては，SSのみが効率的な学習を行えず，4種類のモデ

ルの中で唯一異なる振る舞いを見せていると考えられる．
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5.2.4 ビームサーチにおける各モデルの精度の変化の比較

ビームサーチによるデコードを行った場合の各モデルの違いを明らかにするため

に，ビームサーチにおける精度の変化を比較する．ビームサーチは基本的にエンコー

ダには関係がなく，デコーダのみに依存するため，4種類のモデルの内，それぞれ

デコーダを共有するモデル同士が似た性質をもつと考えられる．

ASPECデータセットで学習したモデルに対して，ビームサーチによる翻訳を行

う．開発データで最適なビーム幅を探索した後，そのビーム幅を用いてテストデー

タでの評価を行う．ビームサーチのアルゴリズムにはWuら [26] のものを，ハイ

パーパラメータα=1として用いた．なお，seq2seqとTransformerのデコーダの構

造の違いにより，Transformerのデコーダにそのまま応用することが出来なかった

coverage penaltyは seq2seqにおいても使用しなかった．開発データによる各モデル

のビーム幅の探索結果を図 5.2 に示す．

図 5.2: 開発データにおける各モデルのビーム幅によるBLEUスコアの変化

SSがビーム幅 32において不規則な挙動を示したが，その点を除けば，おおむね
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デコーダを共有する同士がビーム幅の変化に対してほぼ同じスコアの推移をしてい

る．また，Transformerのデコーダはビームサイズを大きくした時の精度の低下が

少ないことが確認できる．この結果を利用してビームサーチを用いてテストデータ

における評価をした結果を表 5.16 に示す．全てのモデルにおいて翻訳精度の向上が

確認できるが，SSのみスコアの増加量が小さい結果となった．

表 5.16: ASPECにおける各モデルへのビームサーチの結果

BLEUスコア Δ ビーム幅

SS 37.05 +0.03 8
ST 39.68 +0.49 4
TS 38.00 +0.26 4
TT 39.02 +0.37 4

5.2.5 ドメイン外データセットでの翻訳精度

モデルの違いがドメイン外データセットでの翻訳精度へ影響するかを調べるため

に，3つのデータセットにおいて学習を行った 4種類のモデルを，ドメイン外であ

る，学習データと異なるデータセットを用いて評価を行った．モデルの構造由来の

位置情報の扱いの違いや，注意機構によるネットワーク内のアクセスの違いは特に

影響しないと予想される．

前処理の違いにより，各データセットごとに異なる語彙を使用しているため，テス

トデータを，モデルが学習したデータセットに対応させる必要がある．そのため，学

習データのデータセットと同一の前処理を，それぞれのテストデータについて行っ

た．具体的には，Mosesのスクリプトによる Truecasingと，SentencePieceによる

サブワードへのトークン化を，学習データのデータセットで使用した学習済みモデ

ルを用いて，テストデータに対して改めて前処理を行った．また，KyTeaによる再

分割を行った上で，BLEUを用いて翻訳精度を評価した結果を学習データのデータ

セット毎に，それぞれ表 5.17，表 5.18，表 5.19 に示す．
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表 5.17: ASPECデータセットで学習したモデルの各データセットにおける BLEU

スコア

ASPEC

SS ST TS TT

ASPEC 37.02 39.19 37.74 38.65

KFTT 7.08 8.09 5.02 7.99

JESC 1.81 2.09 0.90 2.43

表 5.18: KFTTデータセットで学習したモデルの各データセットにおけるBLEUス
コア

KFTT

SS ST TS TT

ASPEC 8.11 9.75 8.48 10.26

KFTT 28.39 30.20 29.08 31.04

JESC 2.32 3.39 2.29 3.70

ドメインの違いの影響は大きく，どのモデルも，ドメイン外のデータセットでの

翻訳精度は，学習データのデータセットでの翻訳精度から大幅に下がっている．ま

た，JESCデータセットで学習したモデルのKFTTでの評価を除き，基本的にはど

の場合においても，元のデータセットで最高精度のモデルが，ドメイン外でも最高

精度を出している．しかしながら，特定のモデルがドメイン外において翻訳精度の

傾向の大幅な変化は認められず，NMTモデルの構造はドメイン外での翻訳精度に

影響しないことが分かる．

本実験のドメイン外での評価おける低い翻訳精度の原因の一つとして，サブワー

ドを使用している事による，語彙の違いが考えられる．そこで，学習データのデー

タセットとテストデータの組み合わせにおける，学習データのデータセットの語彙

へと分割したテストデータの平均文長を表 5.20に示す．この表から，JESCのデー

タセットに合わせてテストデータの分割を行うと，他のデータセットに合わせた場
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表 5.19: JESCデータセットで学習したモデルの各データセットにおけるBLEUス
コア

JESC

SS ST TS TT

ASPEC 4.25 4.68 3.11 3.43

KFTT 3.75 3.68 3.20 2.48

JESC 16.60 17.24 16.14 16.36

合に比べ，文長が長い，つまりトークン数が多いことが分かる．同一の文について

トークン数が多いということは，サブワードへのトークン化において，単語がより

細かく分割されているということである．JESCのテストデータの文を，各データ

セットに合わせて分割した例を表 5.21に示す．JESCデータセットに合わせた分割

では”you”を除く全ての単語が細かく分割されていることが分かる．これは，JESC

データセットが大規模であり，かつ映画およびTVの字幕というドメインにより，多

彩な語彙が含まれていることが原因と考えれる．文字数が圧倒的に多い日本語と，

アルファベットのみと文字数が限られる英語を連結してサブワード化を行ったこと

で，日本語に多くの語彙数が割かれ，英語はより細かく分割され少ない語彙数に留

まった結果である．

表 5.20: 各学習データのデータセットに合わせて語彙分割した場合の各テストデー
タの平均文長（行：学習データのデータセット，列：テストデータのデータセット）

ASPEC KFTT JESC

ASPEC 30.69 39.22 12.69

KFTT 42.40 32.01 11.75

JESC 80.82 71.99 20.90

一方でASPECとKFTTは語彙の分割においてそれほど大きな差はなく，語彙の

分割が適切になされたとしても，ドメイン外データセットの翻訳の問題は解決され
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表 5.21: JESCのテストデータの一文を各データセットに合わせて分割した例（” ”

は SentencePieceによる半角スペースを表す特殊記号)

ASPEC /y/ou/ want/ my/ opinion/ /?

KFTT you/ want/ my/ opinion/ ?

JESC you/ w/an/t/ m/y/ /op/in/i/on/ ?

ないことが分かる．以上の議論と合わせて，ドメイン外翻訳の問題はNMTモデル

の構造の変化でも，語彙の対応でも解決できない事がわかる．人間に置き換えて考

えてみても，知識の無いドメインの文は，翻訳はおろか理解すら難しい．この問題

は，機械翻訳の問題の一つである未知語や低頻度語の問題と重なるものであり，本

研究で注目しているモデル構造とは異なるアプローチの解決方法が求められる．

5.2.6 翻訳文の文長に基づく比較

翻訳文の長さと翻訳精度の関係を明らかにするために，3つのデータセット全て

に対して，テストデータの翻訳文を，翻訳前の原言語文の文長に基づいて分割し，

文長毎にBLEUスコアを計算した．文長は SentenecPieceのトークン数で測り，ま

たこれとの対応を保つために，KyTeaによる再分割は行っていない．

Transformerは絶対的な位置情報を扱っており，学習データにない長い文の扱いに

おいて不利であると考えられる一方で，遠い単語間の関係を捉えることができると

いう利点もある．本実験では，これらのどちらの影響がより大きいか明らかにする．

まず参考資料として，各データセットの学習データおよびテストデータの原言語

文の文長毎の割合を図 5.3，5.4に示し，そして文長毎のBLEUスコアを図 5.5～5.7

に示す．

まずASPECについて，4つのモデル全てにおいて，文長 50～59から文長 60～に

かけて，スコアの急な下降が見られる．また，SS以外の 3つのモデルについては，

文長 40～49から文長 50～59にかけてもスコアが低下している．これらについては，

学習時に文長制限を 50としていることが主な原因と考えられる．また，4つのモデ
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図 5.3: 各データセットの学習データ（前処理後）の原言語文の文長毎の割合

図 5.4: 各データセットのテストデータの原言語文の文長毎の割合

ル間で下降の様子の比較をすると，SSと STは緩やかで，TSとTTは急である．こ

れらはそれぞれ共通のエンコーダを用いていることから，学習データ以上の文長を
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図 5.5: ASPECにおける原言語文の文長毎のBLEUスコア

もつ文の翻訳については，seq2seqのエンコーダが，Transformerのエンコーダより

優れていることが分かる．やはり，学習データを超える範囲の位置情報については，

RNNによる相対的な位置の扱いが，絶対的な位置情報の付加手法に比べて優れてい

ると考えられる．離れた単語間の扱いよりも，位置情報の学習のほうがより重要で

あることが分かる．

KFTTについては，文長 60～69から文長 70～にかけて，SS以外の 3つのモデル

についてスコアの下降が見られ，特に TTが最も急な下降をしている．KFTTは，

ASPECや JESCと異なり，文長制限を 100としているため，学習データより長い文

長のテストデータが非常に少なく，そのため，この結果を元に学習データ以上の文

長をもつ文の翻訳についての議論をすることは出来ない．しかしながら，この図の

結果から，学習データ以下の文長の翻訳においては，全ての文長に対して ST，TT

が SS，TSよりも優れている事が分かる．

JESCについては，異なる文長に渡って，各モデルの優劣が大きく入れ替わる結果

となっている．5.2.2でも述べたように，JESCにおいては，各モデルのテストデー
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図 5.6: KFTTにおける原言語文の文長毎のBLEUスコア

タでのBLEUスコア及びRIBESスコアが低く，データセット自体の問題が難しく，

どのモデルも十分に機能していないことが考えられる．しかし一方で，学習データ

以上の文長をもつ文の翻訳については，文長 40～49から文長 50～にかけて，TS，

TT，SS，STの順にスコアの下降が穏やかになっており，ASPECと同様に，seq2seq

のエンコーダが，Transformerのエンコーダより優れる傾向を示している．

5.2.7 学習データの文長を制御した場合の翻訳精度

学習データの文長と翻訳精度の関係を明らかにするために，学習データを文長に

基づいてデータセット 3つに分割して各モデルの学習を行い，その翻訳精度を比較

する．学習データ以上の文長については seq2seqのエンコーダが優れることが示さ

れたが，ここでは，学習データがある場合の seq2seqとTransformerのエンコーダ同

士を比較する．

データセットにはASPECのみを用い，文長順に並び替えた学習データを，トーク

37



5.2 実験

図 5.7: JESCにおける原言語文の文長毎のBLEUスコア

ン数に基づいて 3分割した．分割した学習データを文長に基づき，それぞれ short，

middle，longと呼ぶ．分割した学習データの内訳を表 5.22に示す．これらの 3つの

学習データを用いて，それぞれ 4種類のモデルを学習し，5.2.6と同様に，それぞれテ

ストデータの原言語の文長毎の翻訳精度を評価した．学習データ毎の結果を表 5.8，

表 5.9，表 5.10，に示す．

表 5.22: ASPECの学習データを文長毎に 3等分した学習データの内訳

最小文長 最大文長 文対数 単語数

short 2 27 623,520 12,327,165

middle 27 36 394,949 12,327,168

long 36 50 296,026 12,327,117

どの学習データにおいても，その学習データがカバーする文長の区間にでは，TT

が STに勝り，TSが SSに勝っている．これにより，学習データが存在するのであ

れば，Transformerのエンコーダが優れていることが分かる．
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図 5.8: short学習データにおける各モデルの原言語文の文長毎のBLEUスコア

一方，shortとmiddleでは，学習データがカバーしない長文においてTSとTTが

顕著にスコアが低いことが確認できる．さらに，予想外の結果として，longの文長

1～19から 20～29にかけて，TSとTTが大きくスコアの変動をしており，学習デー

タが存在しない範囲では，長文だけでなく，短文においても，Transformerのエン

コーダが seq2seqのエンコーダに劣ることが示された．

この傾向は，モデル毎にまとめた結果でさらにはっきりと確認できる．3つの学

習データを全て用いた場合の allを加え，結果をモデル毎に図 5.11～5.14に示す．

これらの図の文長 1～19における shortと longの差に注目すると，TSとTTにお

ける差が明らかに大きく，SSと STにおける差は小さいことが分かる．学習データ

に存在しない長文を扱うにあたっては，Transformerの絶対的な位置情報の扱いに

よって，位置情報を学習しなければならないことが問題となると予想していたが，

短文については，長文を扱う中でその位置情報を学習できるはずである．これにつ

いては，新たな仮説として，NMTモデルが文長についてのバイアスを学習してい

ることが考えられる．つまり，学習データが長文ばかりであると，どのような入力
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図 5.9: middle学習データにおける各モデルの原言語文の文長毎のBLEUスコア

に対しても長文を出力してしまうのではないかということである．short学習データ

と，long学習データについて，文長毎に各モデルの参照訳との符号付き文長差の平

均を図 5.15と図 5.16に示す．これらの図を見比べると，文長 1～19において，long

学習データではTSとTTが参照訳より長く文を出力していることが分かる．

また同時に，short学習データにおいて，STとTTが長文の翻訳時に参照役より

短く文を生成していることがわかる．これは，学習データにない長文の翻訳で ST

が，特に seq2seqのエンコーダの貢献により優れるという結果に反する．翻訳文の

例を SentencePieceトークンでの文長と共に表 5.23 に示す．この例から，seq2seqの

デコーダが適切な文長を生成しようとする一方で，既に出力した単語を繰り返し，

不適切な文を出力していることが分かる．適切な文長を達成しても，翻訳精度は上

がらない．そのため，学習データにない長文の翻訳での seq2seqのエンコーダの貢

献は否定されない．ただし一方で，seq2seqのデコーダが文長については適切に扱え

ていることも示された．これはRNNによる相対位置の影響により，学習データ以

上の文長も扱うことができているということに他ならない．
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5.2 実験

図 5.10: long学習データにおける各モデルの原言語文の文長毎のBLEUスコア

図 5.11: SSの各学習データにおける原言語文の文長毎のBLEUスコア
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5.2 実験

図 5.12: STの各学習データにおける原言語文の文長毎のBLEUスコア

図 5.13: TSの各学習データにおける原言語文の文長毎のBLEUスコア
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5.2 実験

図 5.14: TTの各学習データにおける原言語文の文長毎のBLEUスコア

図 5.15: short学習データにおける各モデルの文長毎の参照訳との符号付き文長差の
平均
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5.2 実験

図 5.16: long学習データにおける各モデルの文長毎の参照訳との符号付き文長差の
平均
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5.2 実験

表 5.23: short学習データにおける各モデルの長文の翻訳例

文長 文

原文 58 two methods were adopted : a method to thrust rubber and pipe together to
the axial direction with a pair of cylinders on the left and right , and the other
method to thrust rubber and pipe individually to the axial direction with two
pairs of cylinders on the left and right .

参照訳 51 左右一対のシリンダーでゴムと管を一緒に軸方向に押込む方法と,左右二対のシ
リンダーでゴムと管を別々に軸方向に押込む方法を採用した．．

SS 64 実験は 2通りの方法で,左右には軸方向に一対の円筒を持つように,他の方法で
左右の 2対の円筒を押さえ,他の方法では軸方向に管を置き,他の方法では左右
のものである．

ST 30 2つの方法を用いて,ゴムと管を左右の 2対の円柱で軸方向に対して推力した．

TS 69 左右の直管と直円の左右の直管と,左右の左右の直管に対して,左右の左右の対
角を左右する方法と,左右の左右の左右の左右の対角に対して左右の左右の方向
に対して左右のない管を持つ．．

TT 41 左右の円柱対と左右の対を持つ管軸方向に伸縮ゴムと管をそれぞれ左右の円柱
に対してそれぞれ独立に曲げる方法を採用した．．
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第6章 おわりに

本研究では，seq2seq，Transformer，そしてそれらの 2つのスワップモデルの合計

4種類のNMTモデルを対象に，3種類のデータセットによる英日翻訳タスクを通し

て，比較実験及び分析を行った．比較においてはNMTモデルの構造に注目し，エ

ンコーダデコーダレベルの詳細な分析を行った．

実験によって得られた知見は以下の通りである．

1. エンコーダとデコーダの組み合わせにより，モデルの機能（得意とする問題）

は変わる．

2. Transformerのエンコーダ・デコーダの影響力は強く，2つのスワップモデル

は共に，翻訳結果及び学習データ量に対する翻訳性能において，seq2seqより

もTransformerに類似する．

3. Transformerのエンコーダ・デコーダどちらかのみをNMTモデルに含めるこ

とで学習が効率化され，少ない学習データでの翻訳精度が向上する．

4. ビームサーチはデコーダと関連が強く，Transformerのデコーダはビームサイ

ズを大きくした時に精度の低下が少ない．

5. ドメイン外の翻訳についてははどのモデルにも優位性はなく，モデル構造以外

でのアプローチが必要である．

6. 長文の翻訳ではエンコーダの影響が大きく，特に学習データが少ない場合は

seq2seqのエンコーダが優れ，学習データが十分にある場合はTransformerの

エンコーダが優れる．
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6.0

7. 出力文長の制御ではデコーダの影響が大きく，seq2seqのエンコーダは，不適

切な文を出力しつつも，Transformerのデコーダよりも適切な長さの文を出力

する．

殆どの NMTの研究において，NMTモデルのエンコーダとデコーダはセットと

して扱われ，分離されることが無い中で，本研究は，スワップモデルを比較対象に

加えることで，NMTモデルの中では翻訳精度に劣ると示されている seq2seqについ

て，そのエンコーダの価値を再発見した．また，学習データ外の長さの文に対して

は，Transformerの絶対的な位置情報の扱いは適しておらず，RNNによる相対的な

位置情報の扱いが有効であることを確認した．

今後の課題としては，本研究で比較した 4種類のNMTモデルの中で最も翻訳精

度に優れる seq2seqのエンコーダと Transformerのデコーダを組み合わせたスワッ

プモデルを元に，絶対的な位置情報を扱うデコーダを，相対的な位置を扱う様に変

更を加えることが考えられる．Transformerに相対位置を付け加えたモデルはPeter

ら [44]によって既に提案されている．しかしこの提案手法はRNNを用いているも

のではないため，RNN以外の方法での相対位置の扱いが今回の分析によって分かっ

た，学習データ外の文長に対応しているかの分析が必要である．

ドメイン外の翻訳の問題は，本研究の着眼点であるNMTモデルの構造からは議

論することが出来なかったが，機械翻訳において避けることの出来ない重要な課題

の一つである．今回の分析では語彙の面での分析を試みたが，その他のアプローチ

の模索が必要である．￥
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