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梗概

スマートフォンなどの普及により，車内やレストランといった雑音のある環境でも広く音

声認識が用いられるようになってきた．しかし雑音環境下における音声認識では，静かな

環境で収録した音声で事前に学習した音響モデルと，雑音で歪んだ音声との間のミスマッ

チにより，認識精度が著しく低下するという問題がある．

雑音によるミスマッチを軽減するために 1つのアプローチとして，音声の特徴量から雑

音成分を取り除く雑音抑圧手法がある．具体的な手法としてはVTS，SPLICE，HEQなど

多数提案されている．しかし 1つの手法のみで広範囲の雑音を抑圧することは難しいため，

複数の手法を組み合わせて統合する必要がある．既に提案されている統合法として，逐次

的に手法を組み合わせる方法や，各手法でそれぞれ認識をおこなって得られる複数の仮説

から，信頼度を計算し最も信頼度の高い仮説を統合結果とする方法がある．しかしこれら

の統合法は，複数の音響モデルで認識を行う必要があるため，認識にかかるコストが大き

い．また手法によっては組み合わせることができないこともある．

本論文ではそれらの問題を解決した SPLICEを用いた統合法を提案した．複数の雑音抑

圧手法から得られる特徴量を結合したものから，SPLICEを用いてクリーンな特徴量に相

当する統合された特徴を推定する．実際に認識を行う回数が 1回でよく，特に制約なく手

法を組み合わせられる利点がある．提案法の有効性を確認するため，AURORA-2データ

ベースを用いて音声認識実験を行った．複数の特徴量を結合して学習するパラメータ数が

増大したため，単純な SPLICEによる統合では認識率が低かったが，正則化を施すことに

より，過学習を避けつつ音声認識率の向上を達成し，信頼度による統合よりも高い性能を

示すことがわかった．一方で逐次的に雑音抑圧手法を組み合わせた特徴量の中で，最高性

能を示したAFE-SPLICE-HEQ を有意に超える結果は得られなかった．

今後の課題としては，他のデータベースを用いた音声認識実験を行い，提案法が汎用的

に高い認識率を示すか確認する必要がある．今回の実験では逐次的に組み合わせたAFE-

SPLICE-HEQの認識率を超えることが出来なかったが，他の雑音環境であれば提案法の方

が有効な場合もありうる．
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第 1章 序論

1.1 研究の背景

近年，自動音声認識技術の向上や認識端末の普及などもあり，音声認識技術が用いられ

る場面は広がっている．例えば携帯端末での音声認識に入力，検索や，車でのカーナビゲー

ションシステム [11]，会議の議事録作成 [12]，映画字幕の自動作成 [13]などに利用されて

いる．音声認識とは，音声の物理的特徴から話者が話した言語情報（テキスト）を抽出す

る，すなわち speech-to-textの変換を行うタスクである．しかし音声の物理的特徴は雑音

によって簡単に歪められてしまう．そのため雑音が存在する環境では，音声認識システム

が事前に学習している音声のモデルと雑音が重畳した音声の間でミスマッチが生じ，認識

精度の低下を引き起こす．様々な環境で音声認識技術を利用するためには，音声を収録す

る環境に雑音があったとしても高精度に認識するための工夫や技術が必要である．

この問題に対応するための 1つのアプローチとして，雑音重畳音声の音響特徴量から雑

音成分を取り除き，クリーンな音声の音響特徴量に近づける雑音抑圧手法がある．例えば，

スペクトル領域で雑音を推定し，雑音を差し引くSS (Spectral Subtraction)がもっとも単純

な手法である [1]．他にもウィーナーフィルタリングによる雑音除去や，部分的線形変換に

よってより複雑な特徴量変換を実現する SPLICE (Stereo Piecewise Linear Compensation

for Environments) [8]やVTS (Vector Taylor Series) [7]を用いた手法なども，クリーンな

特徴量を推定するのに有効であるといわれている．

また厳密には雑音抑圧手法とは異なるが，雑音に頑健な特徴量を使って，特徴量と音声

のモデルの間のミスマッチを軽減することもできる．例えば，係数間の相関が低く，低次

元で音声信号の情報を表現できるMFCC (Mel-Frequency Cepstrum Coefficient) [14]やそ

れらにCMN(Cepstral Mean Normalization) [3, 4]やHEQ (Histogram Equalization) [5, 6]

などの正規化を施した特徴量が挙げられる．

しかしこれらの手法の性能は雑音環境に依存しており，単独の手法だけで種々の雑音を

広範囲の SNRに渡って抑圧することは非常に困難である．そこでこれらの雑音抑圧手法を

複数組み合わせ統合することで，より広範囲の雑音環境に対して頑健な音声認識が可能で

ある．先行研究では，複数の手法を逐次的に 2つ組み合わせる方法 [9]や，複数の手法の認

識結果を信頼度を計算し，もっとも信頼度の高い認識結果を統合結果とする方法 [10]があ

る．これらの統合により 1つの手法での認識よりも認識率が向上し，適切に組み合わせを

選ぶことにより広範囲の雑音環境に対して頑健な音声認識が可能であることが確認されて

いる．

1.2 研究の目的

様々な雑音環境に対して頑健な音声認識を達成するために，複数の雑音抑圧手法を統合

することが提案されている．先行研究には逐次的な組み合わせ法と信頼度による統合があ

り，どちらも広範囲の雑音環境で高精度な認識が実現できている．
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第 1章 序論

しかしこれらの統合法にも問題がある．逐次的な組み合わせ法では，4種類の雑音抑圧手

法を 2つ組み合わせるため，ある雑音環境で最も高性能な組み合わせを知るためには，全

部で 42 = 16種類の認識を行わなければならない．信頼度による統合においても，各雑音抑

圧手法それぞれで認識を行う必要があるため，認識時の計算量が大きくなってしまう．結

果，音声認識システムのリアルタイム性が損なわれる可能性がある．さらに信頼度という

尺度自体も理論的な裏付けはなく，改良の余地があると考えられる．

そこで本論文では従来の方法とは異なる雑音抑圧手法の統合を検討する．まず先行研究

で 2つの雑音抑圧手法を組み合わせたように，2つ以上の手法を組み合わせた場合にどのよ

うな性能になるかを確認する．さらに，新しい統合法として複数の雑音抑圧手法をSPLICE

を用いて統合する方法を提案する．各雑音抑圧手法を適用した特徴量を複数結合したベク

トルから，SPLICEを用いてクリーンな特徴量を推定することにより，統合された音響特

徴量を導く．その 1つの特徴量で音声認識を行うだけで良いため計算量が少なくすむ．さ

らに SPLICEが雑音環境の違いに応じて，どの雑音抑圧手法の特徴量に重み付けをするか

を選択するため，広範囲の雑音環境に対して頑健であることが期待される．

1.3 本論文の構成

本論文は全 6章で構成でされている．まず第 2章では，音声認識の基礎知識と一般的な

音声認識システムの概要を説明する．第 3章では，雑音が音声認識システムにどのように

影響を及ぼすかを説明し，雑音の影響を軽減ために利用される雑音抑圧手法を紹介する．

第 4章では，まず従来の統合法とその問題点について詳しく説明し，その問題点を解消し

た SPLICEを用いた統合法を提案する．第 5章では，提案手法の有効性を確認するために，

雑音環境下における音声認識実験を行った．最後に第 6章で，本論文のまとめ，今後の課

題や展望について述べていく．
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第 2章 音声認識システム

Feature
Extraction Decorder

Speech
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Feature
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Acoustic
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Pronuciation
Dictionary

Language
Model

Words

“I  got it.”

Figure 2.1: Architecture of a HMM-based Recogniser

2.1 はじめに

近年広く用いられている統計的な音声認識システムでは，事前に音声の特徴量のモデル

を学習しておき，そのモデルと実際に入力された音声の特徴量がどれだけの確率的に似て

いるかを基準にして，認識している．本章では，一般的に広く用いられている音声特徴量

や音声認識システムの概要を説明する．

2.2 音声認識の原理

音声認識の流れは Figure 2.1のように表される．音声認識は，入力音声された音声波

形を変換した特徴量の系列X1:T = x1, . . . ,xT に対して，事後確率が最大となる単語列

w1:L = w1, . . . , wLを見つける問題として定式化できる．

ŵ = argmax
w

{P (w|X)} (2.1)

P (w|X)をこのままモデル化することは難しいため，ベイズの定理で展開すると

ŵ = argmax
w

{
P (X|w)P (w)

P (X)

}
(2.2)

= argmax
w

{P (X|w)P (w)} (2.3)

尤度P (X|w)はある単語を発音するときにどのような特徴になりやすいかをモデル化する

音響モデルから決定され，事前確率 P (w)はどのような単語が出現しやすいかをモデル化

している言語モデルから決定することができる．(2.3)式の分母の P (X)は P (X|w)P (w)

の決定に寄与しないために，認識では考慮する必要がない．それぞれのモデルはあらかじ

め大量の音声や文章から学習される．以下では特徴量抽出，音響モデルの構築，言語モデ

ルの構築の各行程について詳しく説明していく．
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Speech signal

Short term signal

Log-spectrum

DFT & log transform

Spectral

envelope

IDFT

DFT

Cepstrum

Figure 2.2: Cepstrum extraction

2.3 音声の特徴量抽出

2.3.1 スペクトル

音声認識を行う際には一般的に，収録された音声波形をそのまま用いることは殆どない．

一般的に，音声の特徴は特にその周波数特性であるスペクトルによって表現される．スペ

クトルは，まず音声波形を短時間毎に切り出し，適切な窓関数をかける．それにより，離

散フーリエ変換 (Discrete Fourier Transform; DFT) が可能になり，それぞれの周波数がど

の程度の振幅や位相を持っているか表すスペクトル (Spectrum) を得ることができる．

2.3.2 ケプストラム

音声分析によって抽出される特徴量のうち，上記のスペクトル情報を表現しかつ最も扱い

やすい特徴量として広く用いられているのがケプストラム (Cepstrum) である．Figure 2.2

のように，まずスペクトルを求めた後，その対数パワースペクトルを求め，それに対して

逆離散フーリエ変換 (Inverse DFT; IDFT) を施して得られるのがケプストラムである．

ケプストラムは現在の音声情報処理の基礎である線形分離等価回路モデル（ソースフィ

ルタモデル）に基づいている．ソースフィルタモデルでは，人間の音声生成の過程に基づ

き，人間の音声が声帯の振動による音源特性G(ω) に対して，人間の声道における調音の
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fmel ( f ) = 2595 log10 (1 + f / 700)

f 

fmel ( f )

Figure 2.3: Relation between linear frequency and mel frequency

特性H(ω) を伝達関数として我々の耳に届いていると考える．すなわち周波数領域におい

て生成される音声 S(ω)を以下の式で表す．

S(ω) = G(ω)H(ω) (2.4)

式 (2.4) の絶対値の対数をとりこれを逆フーリエ変換する．対数をとる処理により積関

係を和の形で分離できる．

c(τ) = F−1|S(ω)|
= F−1|G(ω)|+ F−1|H(ω)| (2.5)

このとき式 (2.5) における c(τ)が連続量としてのケプストラムである．IDFT によりケプ

ストラムはべクトル表現となり，この低次項のみを残し，高次項を 0とした後に，DFTす

ることでスペクトル包絡が得られる．これは式 (2.5)におけるF−1|H(ω)|，すなわち声道の
調音特性に対応する．スペクトル包絡の山の部分は声道の共鳴周波数に対応しフォルマン

ト周波数と呼ばれる．音声の音韻的特徴はこのフォルマント周波数によく表れる．つまり

ケプストラムはスペクトル情報を効率的に表現するべクトル特徴量となる

2.3.3 聴覚特性を反映したケプストラム

人間の音の高さに対する周波数分解能は低い周波数ほど細かく，高い周波数ほど粗い事

が知られている．このような聴覚特性をケプストラム特徴量に反映させたものが幾つか存

在する．

MFCCはFigure 2.3のようなメル周波数と呼ばれる，人間の聴覚特性を反映した周波数

軸上において等間隔に配置された三角窓を用意し，フィルタバンク分析を行う事で求めら
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S1 S2 S3

b2(x)b1(x) b3(x)

x x x

1-a1

a1 a2

1-a2 1-a3

a3

Figure 2.4: Hidden Markov Model

れる．各窓毎に対応する周波数帯域のパワーを求め，窓の大きさの重みをつけて和をとる

ことでメル化したスペクトルの離散情報が得られ，これに離散コサイン変換を施すことで

MFCC が求められる．なおメル周波数は以下の周波数ウォーピングで求める．

fmel(f) = 2595 log10

(
1 +

f

700

)
(2.6)

2.4 音響モデル

音響モデルとは，P (X|w)，すなわちある単語wが発声されたときに音声特徴量の時系

列Xが出力される確率を記述するモデルであり，現在では 2.4に示すような隠れマルコフ

モデル (Hidden Markov Model; HMM) を用いるのが主流になっている．Figure 2.4におい

て，Siは i番目の状態を，aiは状態 Siから状態 Si+1への状態遷移確率を，bi(x)は状態 Si

から音声特徴量 xが出力される出力確率を，それぞれ表す．bi(x)の確率分布の形として

は，混合ガウス分布 (Gaussian Mixture Model; GMM)がよく用いられる．HMMは音声特

徴量の時系列データX が観測されたときに，それが HMMのいずれかの状態からの出力

であるとわかるが，どの状態系列から出力された結果なのかまではわからない．そのため，

「隠れ」マルコフモデルと呼ばれている．

単語wが与えられたとき，HMMを用いて具体的にP (X|w)を求める方法について説明す
る．Figure 2.5は，単語wのHMMから音声特徴量の時系列データX = x(1),x(2), · · · ,x(7)
が出力される場合の可能な状態遷移の経路すべてを表している．ある一つの経路を通って

Xが出力される結果は，その経路における状態遷移確率 aiと 各状態での出力確率 bi(x)の

積によって計算することができる．そこで，Figure 2.5に示されたすべての経路全てに対
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S3

S2

S1

x(1)     x(2)      x(3)     x(4)     x(5)      x(6)     x(7) t

st
a
te

Figure 2.5: Trellis path

してこの確率を求め和をとれば，HMMから特徴量時系列Xが出力される尤度，すなわち

P (X|w)を求めることができる．ただしこの方法では，すべての経路に対して出力確率を
計算するため計算量が膨大になってしまう．そこで，最も出力確率の大きな経路のみを計

算し， それによって P (X|w)を近似するビタビアルゴリズムが実用上多く用いられてい
る．ビタビアルゴリズムを用いても，全経路探索した場合と結果はほとんど変わらないこ

とが実験的に確かめられている．

2.5 言語モデル

言語モデルは，認識結果が言語として妥当なものにする制約条件である．この制約により

言語の文法的な妥当性が向上したり，文章として成り立たないような無意味な単語列を避け

ることができる．一般的には，単語N -gramモデルが用いられることが多い．単語N -gram

は与えられたN 個の単語列に対して，その出現確率を与える統計モデルである．例えば，

“私は発表”という単語列の後に，“する”という単語が来る確率が，“です”という単語が

来る確率よりも高いという様なことを記述するモデルである．これによって，音響モデル

と入力特徴量とのマッチングによって推定された認識単語の候補の中から，言語的に最も

尤もらしいものを選び出すことが可能になる．

単語列w = w1, . . . , wLの事前確率 P (w)は

P (w) =
L∏
l=1

P (wl|wl−1, . . . , w1) (2.7)

と表される．N -gramモデルの場合，P (w)は直前のN − 1単語のみに依存するため

P (w) =
L∏
l=1

P (wl|wl−1, . . . , wl−N+1) (2.8)
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Figure 2.6: Example of word lattice

と表される．N は 2–4程度であることが多い．

N -gram モデルの学習は，大量の文章に出現する単語列を集計することによって学習す

る．しかし，単語の組み合わせは非常に多くあり，全部の単語の組み合わせに対して十分

な量の学習データを得ることは現実的には難しい．そこで，この学習データのスパース性

の問題を解決するために，様々な手法で言語モデルの平滑化が行われる．平滑化とは，学

習データの中に登場していない単語列であっても，その生起確率を 0にせず，ある小さな

値を与えることである．もし平滑化を施さない言語モデルであった場合，学習データには

登場しなかったが言語的には正しい単語列を認識することができなくなってしまう．この

ような言語モデルに対する平滑化処理は数多く提案されている．

2.6 デコーディング

音響モデルと言語モデルが学習された後，入力された音声に対して適切な単語列を見つけ

出すのが，デコーダ（認識器）の役割である．デコーダは，あらかじめ決められている語彙

と文法から Figure 2.6のような仮説を生成する．これらのすべての仮説について P (X|w)

を計算し，それが最大となるwを尤もらしい単語列として出力する．この仮説を検証する

なかで，すべての仮説に対して確率を計算してしまうと計算量が膨大になりすぎる．そこ

で計算の途中である程度尤度の低い候補はそれ以降は計算しない，枝刈りの手法を用いて

計算量を少なくするなどの工夫が行われる．以上のような，流れで統計的な音声認識は行

われている．
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Clean Speech
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Clean Acoustic
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Noisy Speech
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Noisy Acoustic
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Extracted

Training
Environment

Recognition
Environment

Mismatch

Figure 3.1: Mismatch between training and recognition environment

3.1 はじめに

音響モデルを学習した環境と特徴量を抽出した環境のミスマッチを模式的に表したのが，

Figure 3.1である．学習環境ではクリーンな音声から抽出した特徴量を使って，クリーン

な音響モデルを学習する．しかし雑音の存在する認識環境では，雑音が重畳した特徴量を

クリーンな音響モデルで認識しようとするため，ミスマッチが生じ認識率が低下する．

このような環境でも認識率を向上させるにはミスマッチを解消する必要がある．ここで，

ミスマッチを解消するためには以下の 2つのアプローチが考えられる．

モデル適応
クリーンな音響モデルを雑音環境下でのモデルに近づける

雑音抑圧
雑音環境下で抽出した特徴量をクリーンな特徴に近づける

モデル適応とはクリーンな音響モデルと，雑音環境の情報を用いて雑音環境における音響

モデルを推定する．雑音環境の音響モデルを推定することができれば，雑音環境で抽出し

た特徴量をそのまま高精度に認識することができる．しかし，HMMでモデル化された音

響モデルは数万，数十万のパラメータをもっており，その 1つ 1つについて変換関数を推定

するため計算量が大きい．具体的な手法としてはParallel Model Combination (PMC) [15]

やMaximum Likelihood Linear Regression (MLLR) [16]がある．

一方雑音抑圧は雑音環境下で抽出した特徴量を，雑音の影響を軽減しクリーンな特徴量

に近づける．具体的な手法は雑音を推定し雑音重畳音声から引き算する SS や，雑音重畳

音声からクリーン音声への変換を区分的線形変換で近似する SPLICE など多岐にわたる．

特徴量をHMMより単純なGMMなどでモデル化してクリーンな特徴量を推定することに

なってしまうため，一般的にはモデル適応よりも認識精度が落ちるものの計算量を小さく

することができる．
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本論文は雑音抑圧手法の統合を目的としているので，音声認識において広く使われてい

る雑音抑圧手法や，提案手法に関わりが深い雑音抑圧手法を紹介する．

3.2 SS [1]

SS (Spectral Subtraction)は最も単純な雑音抑圧手法である．雑音重畳音声のパワース

ペクトルから，推定した雑音のパワースペクトルを引き算することにより，雑音が軽減さ

れる．SSは以下の式で表される．

S(f, τ) =
2n

√
|X(f, τ)|2n − β · |N̂(f, τ)|2n ej arg(X(f,τ)) (3.1)

ここで，S(f, τ)は雑音抑圧後のスペクトル，X(f, τ)は雑音重畳音声のスペクトル，N̂(f, τ)

は推定雑音のスペクトル，βは減算係数パラメータ，nは指数乗パラメータを表している．

nは 1あるいは 1/2が使われることが多く，n = 1の場合を 2乗ドメイン（パワードメイ

ン）の SS，n = 0.5の場合を 1乗ドメイン（振幅ドメイン）の SSと呼ばれる．しかし，こ

の指数部をそのように設定する数理的根拠がはっきりとあるわけではない．

3.3 RASTA [2]

人間が音声を認識する際は，音声の絶対的な特徴だけでなく，その時間的な変化に着目

して認識をしている．したがって機械による音声認識において，MFCCなどの静的特徴量

だけでなく，静的特徴量の時間的な変化を表す動的特徴量を用いることにより認識率を向

上させることが一般的である．代表的な動的特徴量はデルタ特徴量であり，これは前後数

フレームの静的特徴量の回帰係数として計算される．

しかし，人間の聴覚はすべての周波数の時間変化を平等に知覚するのではなく，1～10

Hz程度の時間変化を最も敏感に知覚することが知られている．この帯域のみを通過させる

バンドパスフィルタをかけることにより，より人間の知覚に即した特徴量を得ることがで

きる．これをRASTA (Relative Spectra)と呼ぶ．

RASTAフィルタとしてよく用いられる IIRは以下の式で表される．

H(z) = 0.1z4 ∗ 2 + z−1 − z−3 − 2z−4

1− 0.94z−1
(3.2)

このフィルタの伝達関数はFigure 3.2のようになる．RASTAフィルタは，ハイパスフィル

タによってMFCCの定常成分を除去することになる．これは後述するCMNと同様の効果

を持つことになる．またローパスフィルタによって激しい時間変化をする部分を平滑化す

ることができるので，時間変化の激しい雑音の除去も期待できる．
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Figure 3.2: Frequency response of RASTA band-pass filter

Normalize

Figure 3.3: Transformation through CMN

3.4 特徴量正規化

特徴量正規化は厳密には雑音抑圧ではない．通常雑音抑圧手法は認識する評価データの

みに手法を適用するが，特徴量正規化は学習データと評価データの両方を何かしらの尺度

で正規化する．これにより学習データで学習された音響モデルと評価データの特徴量の間

のミスマッチを軽減する．

3.4.1 CMN [3, 4]

CMN (Cepstral Mean Normalization)はケプストラムからその平均値を差し引くことに

より平均値を 0に正規化する (Figure 3.3)．ケプストラムは対数スペクトル領域の特徴量な

ので，チャネル歪みによる影響が軽減される．正規化を施した特徴量 x̂ は以下のように表
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Normalize

C : the cumulative distribution of
      the original feature

Cnormal : the cumulative distribution of
                 the standard normal distribution

Figure 3.4: Transformation through HEQ

される．

x̂ = x− µ (3.3)

ただしµは正規化前の特徴量 xの平均値である．x̂ の平均値は 0になっており，CMNは

特徴量の 1次統計量を正規化する手法だと言える．CMNは非常に単純な変換であるが，容

易に雑音に頑健な音声認識を実現することができるため，現在の音声認識システムにおい

て多く利用されている．

3.4.2 HEQ [5, 6]

HEQ (Histogram Equalization)はその名のとおり，正規化した x̂が標準正規分布に従う

ようにxを変換する (Figure 3.4)．そのためにはxから x̂への変換F を求める必要がある．

F は以下のように計算される．

x̂ = F (x) = C−1
normal(C(x)) (3.4)

ただし Cは xの累積密度関数，C−1
normalは平均 0,分散 1である標準正規分布の累積密度関

数の逆関数である．この変換により正規化した特徴量 x̂の確率密度分布は標準正規分布と

なる．言い換えるとHEQは特徴量のすべての統計量を正規化する手法だと言える．この

点でHEQは CMNの拡張と考えることができる.変換 F は非線形であるため，HEQは雑

音による非線形な歪みを取り除くことができる．

3.5 VTSに基づく特徴強調 [7]

VTS (Vector Taylor Series)に基づく特徴強調では前提として，クリーン音声の対数パ

ワースペクトル領域での特徴量 xがK 混合のGMMに従うと仮定し，事前に以下のよう
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に学習されているとする．

p(x) =
K∑
k=1

P (k)N (x, µx,k,Σx,k) (3.5)

ただし，kは正規分布のインデックスを表している．また雑音については加法性雑音のみ

を考え，その加法性雑音の平均 µn，分散Σnが推定できるとする．

対数パワースペクトル領域ではクリーン音声 x，加法性雑音n，雑音重畳音声 yの間に

は以下のような関係がある．

y(x,n) = x+ g(x,n) (3.6)

gはミスマッチ関数と呼ばれ

gb(x,n) = log[1 + exp(nb − xb)] (3.7)

と表される．bはフィルタバンクのインデックスである．ミスマッチ関数は非線形であるの

で，線形変換で表現することができない．そこで，ミスマッチ関数を各正規分布の平均を

中心としてテイラー展開の 1次項までで近似する．

µy,k(b) ≈ µx,k(b) + gb(µx,k, µn) (3.8)

Σy,k(b, b) ≈ [1− fb(µx,k, µn)]
2Σx,k(b, b)+

[fb(µx,k, µn)]
2Σn(b, b) (3.9)

ただし，fbは以下のように表される補助関数である．

fb(x,n) =
1

1 + exp(xb − nb)
(3.10)

これにより特徴強調された音声を推定することができる．

x̂(t) = E[x|y(t), p(x), p(n)]
= E[y − g|y(t), p(x), p(n)]

≈ y(t)−
K∑
k=1

P (k|y(t))g(µx,k, µn) (3.11)

ただし，

P (k|y) = P (k)N (y, µy,k,Σy,k)∑K
k′=1 P (k′)N (y, µy,k′ ,Σy,k′)

(3.12)

以上のようにクリーン音声のGMMを事前に学習しておき，加法性雑音を推定することが

出来ればVTSによる特徴強調ができる．
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: Noisy Feature

: Estimated Clean Feature

Figure 3.5: Conceptual image of SPLICE

3.6 SPLICEによる特徴量強調 [8]

クリーン音声の特徴量をx，雑音重畳音声の特徴量を yとする．SPLICEは yからxへ

の非線形な変換を以下のような区分的線形変換によって近似する．

x̂ =
∑
k

p(k|y)Aky
′ (3.13)

この式の概念図を Figure 3.5に示す．kは部分空間のインデックス，Akは線形変換行列，

y′ = [1 y⊤]⊤を表す拡張特徴量ベクトルである．Akは一定であるが，部分空間の重みで

ある p(k|y)が yに応じて変動するため，全体として非線形変換を表現することができる．

この式で特徴量強調をするためには，時間的に同期のとれたステレオデータ {xi}, {yi}
を学習データとして，どのように空間を分割するかを表す p(k|y)と，線形変換Akを学習

する必要がある．まずyiの確率密度関数がGMMに従うと仮定して以下のように学習する．

p(k) = πk (3.14)

p(yi|k) = N (yi;µk,Σk) (3.15)

ただし，πk, µk, Σkはそれぞれ k番目のインデックスに対応する正規分布の重み，平均，分

散である．これにより p(k|yi)は以下のように計算できる．

p(k|yi) =
p(k)p(yi|k)

p(yi)
(3.16)

=
πkN (yi;µk,Σk)∑
k πkN (yi;µk,Σk)

(3.17)
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次に線形変換行列Akは，重み付き最小二乗誤差基準で以下のように学習できる．

Ak = argmin
Ak

∑
i

p(k|yi)||xi −Aky
′
i||2 (3.18)

これを解くと，

Ak = XPkY
⊤(Y PkY

⊤)−1 (3.19)

となる．ただしX,Y は，それぞれxi,y
′
iを順番に並べた行列，Pkは p(k|yi)を順番に並べ

たものを対角成分に持つ行列である．

このようにAkと p(k|y)を事前に学習できれば，実際に特徴量を強調する際は式 (3.13)

を計算するだけでよい．これにより計算コストは小さい一方で，高性能な特徴量強調が可

能となる．ただし学習データにない未知の雑音環境下や非定常雑音環境下では SPLICEの

性能は低下してしまうことが知られている．

3.7 Advanced Front-End

AFE (Advanced Front-End)は音声認識システムの評価を目的として，欧州電気通信標

準化機構 (European Telecommunications Standards Institute; ETSI) [17]によって標準化

されている特徴量抽出法である [18]．AFEはクライアント側で特徴抽出，圧縮，量子化を

施し，そのデータを受け取ったサーバ側で特徴量のデコード，解凍，音声認識を行う分散

音声認識を想定した特徴量である．本論文では AFEの雑音抑圧に関する部分を利用する

ので，以下では雑音抑圧部について詳しく説明する．

3.7.1 音声区間検出部

雑音除去部のブロック図を Figure 3.6に示す．AFEでは雑音区間検出 (Voice Activity

Detection; VAD)により音声区間を判定し，その情報を雑音の推定，特徴量の圧縮，認識

などの複数のブロックで利用している．VADの判定をするために，以下の 3つの特徴を各

フレームごとに抽出して用いている．

1.スペクトルのエネルギー

2.基本周波数を含むと思われる帯域のスペクトルのエネルギー

3.フレーム内の低帯域のスペクトルの分散

スペクトルのエネルギーは音声区間で大きくなるため VADの 1つの指標になるが，雑音

によっても大きくなるため頑健ではない．その点 2番目の特徴であれば，基本周波数を含

む帯域は他の帯域に比べ大きい SN比を持っているため，雑音に対する頑健性が比較的高

いと言える．しかし，この特徴もハイパスフィルタのような特性をもつチャネル歪みに弱

い．スペクトルの分散はスペクトルの変化の激しさを示す特徴である．一般的に音声区間
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Figure 3.6: Block scheme of noise reduction in AFE

は倍音構造によるスペクトルの山と谷の変化が激しいため，非音声区間に比べてスペクト

ルの分散は大きくなる．

3.7.2 雑音除去部

音声波形が入力されるとその波形からまず雑音を除去する．雑音除去は 2段階のウィー

ナーフィルタを通すことにより実現される．まずは音声波形から 25msecの窓長で短時間

フーリエ変換しスペクトルSin(f, t)を求める．ルを隣り合う 2フレームでパワーSin(f, t)を

時間方向に平滑化したものを瞬時パワースペクトル SPSD(f, t)とする．また，ウィーナー

フィルタの設計に必要な雑音のパワーSN(f, t)はSPSD(f, t)とVADのフラグによって計算

することができる．

1段目のウィーナーフィルタの特性H(f, t)は以下のようにして計算することができる．

H(f, t) =
η(f, t)

1 + η(f, t)
(3.20)

where η(f, t) =
Sden(f, t)

SN(f, t)
(3.21)

ηは SNRを表しており，Sden(f, t)は音声の部分のパワーを表しているが直接これを求める

ことは難しい．そこで，雑音を除去した 1フレーム前のスペクトル Sden3(f, t− 1)を用いて
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Sden(f, t)は以下のように計算する．

Sden(f, t) =βSden3(f, t− 1)

+ (1− β)max{SPSD(f, t)− SN(f, t), 0} (3.22)

H(f, t)を求めることができれば，1段目のウィーナーフィルタを適用したスペクトル Sden2

は以下のように計算できる．

Sden2(f, t) = H(f, t)SPSD(f, t) (3.23)

2段目のウィーナーフィルタの特性H2(f, t)は以下のようにして計算できる．

H2(f, t) =
η2(f, t)

1 + η2(f, t)
(3.24)

where η2(f, t) = max

{
Sden2(f, t)

SN(f, t)
, ηth

}
(3.25)

ただし，ηth = 0.079432823でありこれは SNRが −22dBの場合に対応している．そして

H2(f, t)が求まれば Sden3(f, t)は以下のように計算する．

Sden3(f, t) = H2(f, t)SPSD(f, t) (3.26)

これを繰り返すことにより次のフレームのフィルタ特性を順番に計算することができる．

ウィーナーフィルタの特性が求まれば，23チャネルのメルフィルタバンクによってメル

尺度に変換し，メル逆コサイン変換することによりウィーナーフィルタのインパルス応答

が求まる．このインパルス応答を用いて，入力された音声波形から雑音を軽減した音声波

形を求めることができる．
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第 4章 複数の雑音抑圧手法の統合

4.1 はじめに

第 3章において，雑音の影響を軽減するための雑音抑圧手法を多数紹介した．しかしこ

れらの手法の性能は雑音環境に依存しており，1つの手法で種々の雑音を広範囲の SNRに

渡って抑圧することは非常に困難である．そのためより広範囲の雑音環境で認識性能を向

上させるためには，これらの手法を統合することが必要であると考えられる．これまで複

数の手法の統合は，逐次的に 2つの雑音抑圧手法を適用した特徴量で認識する方法 [9]と，

各雑音抑圧手法の複数の仮説から信頼度による投票を行い最終的な認識結果を導く方法 [10]

が提案されている．以下ではそれらの先行研究について詳しく説明する．

さらに，従来の方法とは異なる利点を持つSPLICEを用いた雑音抑圧手法の統合を提案す

る．提案手法では各雑音抑圧手法を適用した特徴量を複数結合したベクトルから，SPLICE

を用いてクリーンな特徴量を推定し音声認識を行う．

4.2 従来の統合法

4.2.1 2つの雑音抑圧手法を適用 [9]

複数の雑音抑圧手法の一番単純な統合法は，音声に対して逐次的に複数の手法を適用す

ることである．文献 [9]では以下の 4種類の雑音抑圧手法から，2つを逐次的に適用した特

徴量を使って音声認識をしている．

• 時間方向スムージングを用いたスペクトルサブトラクション法 [19]

• 時間領域 SVDに基づく音声強調 [20]

• GMMに基づく音声信号推定 [20]

• ピッチ同期KLT [21]

4× 4 = 16種類全ての組み合わせで音声認識を行えば，各雑音雑音環境（雑音，SNRの違

い）において高い性能を示す組み合わせがわかる．クリーンな音声のみで音響モデルを学

習するClean trainingでは，ほとんどの雑音環境で 2つの手法を組み合わせた特徴量が高い

性能を示していた．しかし雑音音声も含めて音響モデルを学習するMulticondition training

の場合は，必ずしも 2つの組み合わせではなく，単独の手法の方が性能が高い環境もあった．

また最高の性能を示す組み合わせを知るためには，16種類の認識を行わなければならな

いため計算量が膨大になってしまう問題がある．

4.2.2 信頼度を用いた統合 [10]

複数の手法を統合する方法として，複数の仮説の信頼度を計算して信頼度が高いものを

統合結果として出力する方法が提案されている [10]．この統合法は Figure 4.1のような流

れ図で表される．
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Feature 1 Feature MFeature 2

Noisy speech

…

Method 1 Method 2 Method M

Recognition Recognition Recognition

Results 1 Results MResults 2 …

Integration based on confidence measure

Integrated result

N best N best N best

Figure 4.1: Process flow of integration based on confidence measure

この統合法ではM 個の雑音抑圧手法から得られる特徴量を用いてそれぞれ認識を行い，

N -bestを出力するので全体でMN 個の仮説を得る．次に雑音抑圧手法mの順位 nである

仮説U(m,n)のフレーム正規化対数尤度を l(m,n)として，各仮説の信頼度 S(m,n)を計算

する．信頼度 S(m,n)は以下のように定義される．

S(m,n) = s(m,n)× {s(m, 1)− s(m,N)} (4.1)

s(m,n) =
exp{l(m,n))}
N∑
i=1

exp{l(m, i)}
(4.2)

この (4.2)式の s(m,n)は雑音抑圧手法の間で尤度を正規化したものに相当する．さらに

(4.1)式で，各雑音抑圧手法の中で順位による重み付けを行なっている．これにより，上位

の仮説と下位の仮説の尤度の差が大きければ上位の仮説が重視され，逆に差が小さければ

相対的に下位の仮説が重視されることになる．

MN 個の仮説の中には同じ認識結果を持つ仮説が複数存在することもあるので，ある認

識結果 U の信頼度 Score(U)を以下のように計算する．

Score(U) =
∑

m,n : U(m,n)=U

S(m,n) (4.3)

このように計算された信頼度 Score(U)の中で信頼度が最も大きい認識結果が最終的な統

合結果となる．これにより，ある手法では真の認識結果の順位が低くなっていても，他の
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AFE SPLICE or HEQ

Figure 4.2: Combination of AFE and other

methods

HEQ SPLICE

SPLICE HEQ

or

Figure 4.3: Combination of HEQ and

SPLICE

手法で高順位であれば全体としての信頼度が大きくなり，真の認識結果を救うことができ

る．AURORA-2Jデータベースを用いた実験によって，特にMulticondition trainingにお

いて大きな改善が得られたと報告されている．

しかしやはり複数個の音響モデルで並列に音声認識を行わなければならないため計算コ

ストが高いことが欠点と言える．また数字発声のような，語彙の少ない簡単なタスクであ

ればMN個の仮説の中で，同じ認識結果が複数回登場する可能性が高い．しかしタスクが

難しくなり語彙が大きくなると，MN 個の候補の中に同じ認識結果が登場しにくくなるた

め統合による性能向上が見られなくなると考えられる．

4.3 雑音抑圧手法を複数回逐次的に適用する

文献 [9]では 2つの雑音抑圧手法を組み合わせていたが，さらに複数回雑音抑圧手法を重

ねることもできる．例えば，単独の雑音抑圧手法として高い認識率を示すAFE，SPLICE，

HEQを組み合わせることを考える．これらの手法の複数回の組み合わせ，順番はたくさん

考えることができる．しかし手法によっては適用する順番が制約されることもある．

AFEは音声波形を入力し雑音抑圧を行ってMFCCを出力するため，組み合わせ手法の

一番最初に適用することになる (Figure 4.2)．AFEは HEQや SPLICEと違って入力音声

中の雑音を推定して雑音抑圧に利用するため，雑音環境に左右されない認識率の向上が期

待できる．ここではクリーンな音声から AFEによって抽出される特徴量を x(AFE)，雑音

重畳音声からAFEによって抽出される特徴量を y(AFE)とする．

さらにSPLICEは任意の特徴量を入力として適切に強調することができる [22]．そこであ

らかじめAFEをかけた雑音重畳音声の特徴量を SPLICEで強調することができる．y(AFE)

を SPLICEで強調するために，y(AFE)の確率密度関数をGMMとして学習する．

p(y(AFE)) =
∑
k

πkN (y(AFE);µkΣk) (4.4)

SPLICEに用いる線形変換行列AkはAFEをかけたパラレルデータ {x(AFE)
i ,y

(AFE)
i }を用
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いて以下の式で学習できる．

Ak = argmin
Ak

∑
i

p(k| ˆy(AFE)
i)|| ˆx(AFE)

i −Ak
ˆy(AFE)

′
i||2 (4.5)

y(AFE)を SPLICEで特徴強調したものを y(AFE,SPLICE)とすると，学習されたGMMとAk

を用いて y(AFE,SPLICE)は以下のように推定できる．

y(AFE,SPLICE) =
∑
k

p(k|y(AFE))Aky
′(AFE) (4.6)

AFEをかけた特徴量はもとの特徴量よりミスマッチが少ないため，SPLICEによる強調が

より有効に働くことが期待される．

さらに SPLICEと特徴量正規化を組み合わせた先行研究として，SPLICEをかけた後

に CMNをかける手法が報告されている [8]．それと同様に CMNより高い精度が実現で

きることが報告されている HEQを，SPLICEの後に適用する (Figure 4.3)．この特徴量

y(AFE,SPLICE,HEQ)は以下のようにあらわされる．

y(AFE,SPLICE,HEQ) = C−1
normal(C(y(AFE,SPLICE)) (4.7)

ただしCは y(AFE,SPLICE)の累積密度関数である．HEQを適用することにより SPLICEで

は取り除ききれなかった非線形な歪みを軽減できる．またHEQによって最終的に特徴量

は正規分布に従うことになる．このような特徴量はHMMとしてモデル化しやすくなるた

め，認識率の向上に貢献すると考えられる．

4.4 SPLICEを用いた統合

雑音抑圧としての SPLICEは雑音重畳音声 yからクリーン音声xの変換を近似する．し

かし SPLICEに入力する特徴量に関して制約がないため，パラレルデータさえ用意できれ

ば yは単なる雑音重畳音声でなくとも良い．つまり，複数の特徴量を結合したベクトルを

入力して，クリーン音声 xを推定する SPLICEを考えることができる．これを利用して，

複数の特徴量から 1つの統合された特徴量を導くことができる．実際の認識は最終的に統

合された特徴量で 1回行うのみなので，計算コストを低く抑えることができる．

本論文で提案する SPLICEを用いた統合は Figure 4.4のような流れ図で表される．yに

雑音抑圧手法mをかけた特徴量を ŷ(m)，それらを結合したベクトルを zとすると，統合さ

れた特徴量 x̂は以下のように求められます．

x̂ =
∑
k

p(k|y)Akz
′ (4.8)

where z′ = [1 ŷ(1)⊤ ŷ(2)⊤ . . . ŷ(M)⊤]⊤ (4.9)
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Feature 1 Feature MFeature 2

Noisy speech

…

Method 1 Method 2 Method M

Recognition

Integration based on SPLICE

Integrated result

Integrated feature

Figure 4.4: Process flow of integration based on SPLICE

Akは前節と同様に，重み付き最小二乗誤差基準で学習すると

Ak = XPkZ
⊤(ZPkZ

⊤)−1 (4.10)

となる．ただし，X,Zはパラレル学習データであるxi,z
′
iを順番に並べた行列，Pkはp(k|yi)

を順番に並べたものを対角成分に持つ行列である．しかしこのAkは（xの次元数）×（z′

の次元数）の行列であり，学習データ数は変わらないにも関わらずパラメータ数が非常に

大きくなるため，過学習の問題が起きる．そこで重み付き最小二乗誤差基準に二次の正則

化項を加えることにより過学習を避けて学習する．

Ak = argmin
Ak

∑
i

p(k|yi)||xi −Akz
′
i||2 + λ1⊤A⊤

k Ak1 (4.11)

これを解くとAkは以下のようになる．

Ak = XPkZ
⊤(ZPkZ

⊤ − λI)−1 (4.12)

ただし，1は z′と同じ次元を持ち全ての要素が 1のベクトル，I は単位行列，λは正則化

パラメータである．この学習により，GMMのインデックスの事後確率 p(k|yi)に依存し

て，どの雑音抑圧手法をどんな重みで採用するのかが適切に学習できると期待される．し

かし学習データに含まれない雑音環境の場合は，統合による性能向上が得られない可能性

がある．
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4.5 まとめ

本章で紹介した統合法の特徴をまとめると以下のようになる．

逐次適用

• 複数の雑音抑圧手法の適用によってミスマッチがより軽減される
• 全ての組み合わせについて認識をしようとすると計算量が膨大になる
• 手法によっては適用する順番が制約される

信頼度による統合

• たとえ 1つの手法が不得手な雑音環境でも，別の手法が高順位であれば真の認識

結果を救うことができる

• 抑圧手法の数だけ認識をするので計算量が大きい
• 信頼度尺度の決め方に数理的，物理的根拠はない
• 語彙の大きなタスクに対してはうまく働かない可能性がある

SPLICEによる統合

• 雑音環境によってGMMの重み付けが変わるので，雑音環境に応じてどの抑圧

手法をどのような重みで採用するかが学習される

• 認識を行うのは 1回のみでよいため計算量が小さい

• 学習するパラメータ数が膨大になるため，正則化などの工夫が必要になる
• 学習データに存在しない雑音環境下の場合，統合による性能向上が得られない
可能性がある
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第 5章 音声認識実験

5.1 はじめに

この章では，第 4章で紹介した統合法を音声認識実験で比較する．まずはじめに，複数

の雑音抑圧手法を逐次的に適用する統合法で認識実験を行い，どのような組み合わせが最

高の性能を示すかを確かめた．さらに提案法を含めた 3種類の統合法の音声認識精度を比

較した．

5.1.1 雑音環境下音声認識データベースAURORA-2

この一連の実験は，雑音環境下における音声認識用データベースAURORA-2 [23]を用

いて行った．このデータベースについて，簡単に説明していく．AURORA-2データベース

は，雑音環境下における連続数字音声認識タスクであり，大きく学習セットと評価セット

に分かれている．通常，学習セットを学習データとして，認識用の音響モデルや変換方法

を学習する．

学習セットには，成人男性 55名，成人女性 55名による合計 8440発声のクリーン音声が

収録されている．このクリーンな学習データで学習された音響モデルを clean trainingと呼

ぶ．またそれらを 422発声ずつ 20種類に分割し，4タイプ (Subway, Babble, Car, Exhibit)

× 5SNR (5, 10, 15, 20, ∞ [dB])の計 20種類の加法性雑音がそれぞれ重畳された学習データ

も存在する．ただし∞ [dB]はクリーン音声を意味している．この雑音が重畳した学習デー

タで学習された音響モデルを multicondition trainingと呼ぶ．一般的に，multicondition

trainingはクリーン音声に対する認識率がわずかに低下するものの，少しでも雑音が重畳

した音声に対しては頑健に認識できる．

一方，評価セットは学習した音響モデルの検証のために用いられ，Aセット，Bセット，

Cセットの 3つに分かれている．A，B，Cの各セットには，成人男性 52人，成人女性 52人

による合計 4004発声文の音声があり，それを 4つに分割した 1001発声が基本単位となって

いる．その 4つの単位に対して異なる種類の雑音を 7SNR (-5, 0, 5, 10, 15, 20, ∞ [dB]) で

重畳されている．ただし，一連の評価実験においては極端な SNRのものを除いて，5SNR

(0, 5, 10, 20[dB]) の平均で評価している．

Aセットには，学習データと同じ 4種類の雑音環境が重畳されている．つまり，4タイプ

(Subway , Babble, Car, Exhibit) × 7SNR (-5, 0, 5, 10, 15, 20, ∞ [dB])，計 28タイプの雑

音環境がある．したがって，Aセットでは基本的に雑音の種類に対してクローズドな実験

が行えるようになっている．

Bセットには，学習データとは異なる 4種類の雑音環境が重畳されている．その４種類

は (Restaurant, Street, Airport, Station)である．これが，Aセットと同様に 28タイプの

雑音環境でそれぞれ 1001 発声分ある．したがって，Bセットは学習データに対して未知雑

音下における実験が行える．

A，Bセットが加法性雑音を重畳したものであるのに対して，CセットはSubwayとStreet

加法性雑音を重畳したものに，更に電話通信を想定したフィルタを通して乗法性雑音を加
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Table 5.1: Training and test sets of the AURORA-2
学習・テストセット 音声 雑音 フィルタ SNR

Clean training 100 名，8,440 発声 なし G.712 Clean
Multicondition training 同上 Subway, Babble, Car, Exhibition G.712 Clean, 20, 15, 10, 5
テストセット A 104 名，4004 発声 Subway, Babble, Car, Exhibition G.712 Clean, 20, 15, 10, 5, 0, -5
テストセット B 同上 Restaurant, Street, Airport, Station G.712 同上
テストセット C 同上 Subway, Street MIRS 同上

えたものである．AURORA-2の音声データの条件をまとめた表を Figure 5.1に示す．

5.2 雑音抑圧手法を複数回逐次に適用

AFE，SPLICE，HEQの 3種類の抑圧手法を逐次的に適用した特徴量の中で，どのよう

な組み合わせが最も高い認識率を示すか確かめるため音声認識を行った．

5.2.1 実験条件

全ての組み合わせを示すと種類が膨大になるため，以下の 7種類の組み合わせについて

認識を行った．

• HEQ-SPLICE-HEQ

• AFEのみ

• AFE-SPLICE

• AFE-HEQ

• AFE-SPLICE-HEQ

• AFE-HEQ-SPLICE

• AFE-HEQ-SPLICE-HEQ

一番最初に適用する手法がAFEでない場合は，MFCC13次元と，∆，∆∆の計 39次元の

特徴量に，SPLICEやHEQを逐次的に適用する．AFEが一番最初の場合は，まず音声波

形をAFEに入力し，雑音が除去されたMFCCが出力される．その特徴量に対してさらに

SPLICEやHEQを適用する．

SPLICEの線形変換Akの学習にはクリーンな学習データ，雑音が重畳した学習データを

パラレルデータとして用い，GMMの学習は雑音が重畳した雑音音声を用いた．GMMの

混合数は 1024とした．

5.2.2 実験結果

Figure 5.1に clean trainingでの認識精度の平均を示す．AFEとHEQ，SPLICEを組み合

わせた特徴量は単独のAFEの特徴量よりも認識精度が向上している．最後にHEQをかけ

る組み合わせた特徴量 (AFE-HEQ-SPLICE-HEQ, AFE-SPLICE-HEQ)は他の組み合わせ

– 35 –



第 5章 音声認識実験

Set A Set B Set C
75

80

85

90

95

A
cc

ur
ac

y 
(%

)

HEQ−SPLICE−HEQ
AFE
AFE−SPLICE
AFE−HEQ
AFE−SPLICE−HEQ
AFE−HEQ−SPLICE
AFE−HEQ−SPLICE−HEQ

Figure 5.1: Averages of accuracies for each training set (clean training)
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Figure 5.2: Averages of accuracies for each training set (multicondition training)
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よりも認識精度は高くなっている．しかしAFE-HEQ-SPLICE-HEQよりもAFE-SPLICE-

HEQの方が高い精度を示しており，SPLICE の前にHEQをかけることは必ずしも効果的

ではないと考えられる．一方 AFEは HEQや SPLICEと異なり，入力音声中の雑音を推

定し雑音抑圧する手法である．そのためHEQや SPLICEとは効果が大きく異なると予測

され，SPLICEの前に AFEをかけることにより雑音による歪みを軽減できると考えられ

る．今回の場合，認識精度が [None]-SPLICE-HEQ，[HEQ]-SPLICE-HEQ，[AFE-HEQ]-

SPLICE-HEQ，[AFE]-SPLICE-HEQの順に良くなっており，SPLICEをかける前の特徴

量としては，この順でいい特徴量となっていることがわかった．

Figure 5.2にmulticondition trainingの認識精度の平均を示す．この結果を見るとAFE

の単独の特徴量の認識率が比較的高く，逐次適用した特徴量は必ずしも認識精度は向上し

ておらず，認識精度が低下している組み合わせもみられる．HEQ-SPLICE-HEQと比べて

AFE-SPLICE-HEQは全セットにおいて認識精度が向上しているものの，その差は小さい．

5.3 3つの統合法の比較

逐次適用する統合法，信頼度を用いた統合，本論文で提案した SPLICEを用いた統合法

を比較するために認識実験を行った．

5.3.1 実験条件

実験に用いる雑音抑圧手法は以下の 4つである．

• AFE

• VTS（対数パワースペクトル領域で特徴強調する）

• SPLICE（GMMの混合数は 1024）

• HEQ

これらの手法を，信頼度を用いた統合 (Confidence measure)，正則化なしの提案手法 (Pro-

posed)，正則化ありの提案手法 (Proposed with regularized)でそれぞれ統合し，その認識

精度の比較を行った．事前に予備実験を行い，信頼度を用いた統合におけるN -bestのN

は 20，提案手法（正則化あり）の正則化パラメータ λは 10−3に設定した．

5.3.2 実験結果

各評価セットにおける平均の単語正解精度を Figure 5.3, 5.4に示す．参考のために，雑

音抑圧手法を逐次的に適用した特徴量の中で最高性能を示したAFE-SPLICE-HEQの結果

も載せている．Proposedの認識精度をみると，他の統合法と比べて性能が低く，学習デー

タ不足による過学習が起こっていると考えられる．しかしProposed with regularizedの結

果を見ると，正則化を加えることにより大幅に性能が向上しており，信頼度による統合よ
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Figure 5.3: Averages of accuracies for each training set (clean training)
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Figure 5.4: Averages of accuracies for each training set (multicondition training)
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りも高い認識精度を示していることが分かる．一方で逐次適用したAFE-SPLICE-HEQの

性能を超えることはできていない．
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6.1 まとめ

雑音が存在する環境における音声認識は大きく性能が低下するため，雑音の影響を軽

減する工夫が必要である．音声の特徴量から雑音成分を取り除く雑音抑圧手法は，VTS，

SPLICE，HEQなど多数提案されている．しかし 1つの手法のみで広範囲の雑音を抑圧す

ることは難しいため，複数の手法を組み合わせて統合する必要がある．既に提案されてい

る統合法として，逐次的に手法を組み合わせる方法や，各手法でそれぞれ認識をおこなっ

て得られる複数の仮説から，信頼度を計算し最も信頼度の高い仮説を統合結果とする方法

がある．

本論文では新たにSPLICEを用いた統合法を提案した．複数の雑音抑圧手法から得られる

特徴量を結合したものから，SPLICEを用いてクリーンな特徴量に相当する統合された特徴

を推定する．実際に認識を行う回数が 1回でよく，特に制約なく手法を組み合わせられる利

点がある．提案法の有効性を確認するため，AURORA-2データベースを用いて音声認識実験

を行った．複数の特徴量を結合して学習するパラメータ数が増大したため，単純な SPLICE

による統合では認識率が低かったが，正則化を施すことにより，過学習を避けつつ音声認

識率の向上を達成し，信頼度による統合よりも高い性能を示すことがわかった．一方で逐

次的に雑音抑圧手法を組み合わせた特徴量の中で，最高性能を示したAFE-SPLICE-HEQ

を有意に超える結果は得られなかった．

6.2 今後の課題

SPLICEを用いた統合の利点の 1つに，複数の手法を制約なく組み合わせることが可能

で，どの手法に重み付けするかが雑音環境に応じて変わることが挙げられる．今回の実験

では逐次的に組み合わせた AFE-SPLICE-HEQの認識率を超えることが出来なかったが，

他の雑音環境であれば提案法の方が有効な場合もありうる．他のデータベースを用いた音

声認識実験を行い，提案法が汎用的に高い認識率を示すか確認する必要がある．

また SPLICEの手法自体の工夫も可能であると考えている．例えば今回は GMMを仮

定して p(k|yi)を計算したが，p(k|yi)を識別的に学習する手法も提案されている．他にも

SPLICEの入力を単なる特徴量の結合ではなく，前後数フレームの特徴量をまとめて結合

することで高性能な特徴量強調が可能であることが報告されている [24]．前後の時間を考

慮することによって，特徴量の変化まで捉えた統合が可能であると考えられる．
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